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В работе представлена методика вычисления чувствительно-
сти — критерия сравнения веб-сервисов по производитель-
ности. Вводятся показатели, характеризующие чувствитель-
ность, описаны классы чувствительности, способ их полу-
чения и метод определения класса для произвольного веб-
сервиса. В работе используются такие алгоритмы машинного
обучения, как кластеризация с помощью алгоритма 𝑘-средних
и классификация методом опорных векторов. Приводятся ре-
зультаты вычислительного эксперимента, иллюстрирующего
представленную методику.
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Введение

В последние несколько лет развития области информа-
ционных технологий (ИТ) наметился переход от всеобъемлю-
щих информационных систем (ИС), включающих все необ-
ходимые для работы данные и функции, к распределенным

1Автор признателен Смирновой Н.В. и Фархадову М.П. за цен-
ное обсуждение содержания статьи.

2Душкин Дмитрий Николаевич, аспирант (ddushkin@asmon.ru,
тел. 8(916)978-58-96).
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системам, использующим внешние ресурсы [1]. Такой переход
оправдан тем, что одна система зачастую уже не способна
хранить весь объём необходимых данных и обеспечивать при-
емлемый уровень производительности вычислений. Одним из
современных решений, позволяющих построить распределен-
ную ИС, является использование сервисно-ориентированной
архитектуры (СОА).

В основе сервисно-ориентированной архитектуры лежит
принцип использования веб-сервисов — автономных вычисли-
тельных ресурсов, предоставляющих свои функции через сеть
Интернет (или Интранет) посредством открытых протоколов
обмена данными, не зависящих от платформ как самих ре-
сурсов, так и связываемых с ними программных систем. Си-
стемы, использующие в своей работе веб-сервисы, называют
системами с СОА.

В работе [2] было предложено понятие чувствительности
веб-сервисов, введены классы чувствительности и описана ме-
тодика выделения классов. В настоящей работе описывает-
ся усовершенствованный метод выделения классов чувстви-
тельности и метод автоматизированного определения класса
чувствительности произвольного веб-сервиса с помощью алго-
ритма машинного обучения «с учителем» — метода опорных
векторов (англ. Support vector machine, SVM).

Работа состоит из трех основных частей. В первой части
описан усовершенствованный метод выделения классов чув-
ствительности. Во второй части рассмотрен вопрос автома-
тизированного определения класса чувствительности произ-
вольного веб-сервиса и приведены результаты вычислитель-
ного эксперимента. В заключительной части сделаны выводы
по проведенной работе и обозначены перспективные направ-
ления исследований.

Исследования проведены при финансовой поддержке РФ-
ФИ в рамках научного проекта № 12-07-31214 мол_а.
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1. Выделение классов чувствительности

1.1. Основные определения
Чувствительность веб-сервиса — критерий, на основе ко-

торого может быть оценена возможность обеспечения опреде-
ленного уровня производительности веб-сервиса при возрас-
тающей нагрузке. Таким образом, для определения чувстви-
тельности необходимо произвести тестирование веб-сервиса
по определенному плану и вычислить значения ряда призна-
ков, характеризующих чувствительность, используя резуль-
таты теста. Поскольку значения признаков различных веб-
сервисов имеют большой разброс, целесообразно ввести клас-
сы чувствительности, характеризуемые диапазонами значе-
ний признаков.

1.2. Формальная постановка задачи
Дано 𝑋 — множество описаний веб-сервисов, 𝑌 — конеч-

ное множество классов чувствительности. Существует неиз-
вестная целевая зависимость — отображение 𝑦* : 𝑋 → 𝑌 , зна-
чения которой известны только на объектах конечной обуча-
ющей выборки 𝑋𝑚 и соответствующим им классам 𝑦𝑚. Требу-
ется построить алгоритм 𝑎 : 𝑋 → 𝑌 , способный классифици-
ровать произвольный объект 𝑥 ∈ 𝑋. Говоря менее формаль-
но, необходимо, используя предварительно обученный алго-
ритм классификации, присвоить класс чувствительности но-
вому веб-сервису.

Конечная обучающая выборка 𝑋𝑚 и соответствующие
классы 𝑦𝑚, вычисляются следующим образом:

1) Составляется случайная выборка веб-сервисов объемом
𝑚 (раздел 1.3).

2) Проводится тестирование выборки по определенному
плану (раздел 1.4).

3) Вводится описание ряда признаков, характеризующих
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Рис. 1. Схематическая диаграмма предлагаемого
комбинированного метода определения чувствительности

чувствительность веб-сервисов, и способов их вычисле-
ния (раздел 1.5).

4) На основе результатов тестов вычисляется матрица
«объект-признак» 𝑋𝑚.

5) При помощи визуализации матрицы 𝑋𝑚 проводится эв-
ристическое выделение схожих по значению показателей
подмножеств веб-сервисов (раздел 1.6).

6) Формируются классы чувствительности на основе упо-
рядоченных по предпочтению подмножеств веб-сервисов
(раздел 1.6).

7) Составляется множество классов веб-сервисов 𝑦𝑚, соот-
ветствующих 𝑋𝑚.

Пункт 7 при достаточно большом объеме выборки является
крайне трудозатратным, поэтому целесообразно автоматизи-
ровать этот процесс, проведя кластеризацию данных с числом
кластеров, равным числу классов чувствительности. Также
результаты кластеризации могут служить индикатором пра-
вильности эвристического разделения на классы: если полу-
ченные кластеры достаточно обособлены друг от друга, то
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классы выбраны верно. Кластеризация проводится методом
𝑘-средних [3].

Получив матрицу «объект-признак» 𝑋𝑚 и множество со-
ответствующих классов 𝑦𝑚, возможно обучить и оценить ал-
горитм классификации «с учителем». В качества такого ал-
горитма используется метод опорных векторов [4]. На рис. 1
представлено схематическое описание предлагаемого метода.

Далее поэтапно описывается весь процесс выделения
классов чувствительности и организации автоматизированной
классификации.

1.3. Формирование выборки
Для вычислительного эксперимента выборка была сфор-

мирована на основе данных из каталога API Directory [5],
содержащего информацию о более чем 5000 различных веб-
сервисах. Выбираются разнородные сервисы, реализующие
функции картографии и геокодинга, предоставляющие ин-
формацию о различных показателях торговых бирж, о погоде,
новостях и т.д. Все сервисы реализуют архитектуру REST [6],
предоставляя свои функции по протоколу HTTP.

В работе используется выборка объемом 𝑛 = 100 веб-
сервисов.

1.4. План теста
Для вычисления признаков необходимо провести сбор

необходимых данных посредством тестирования выборки веб-
сервисов. В процессе тестирования осуществляется последо-
вательное выполнение итераций. Одна итерация длится 1 се-
кунду. Количество запросов, отправляемых в течение одной
итерации, зависит от её номера (см. далее). Запросы равно-
мерно распределены в рамках секунды. В среднем один тест
длится 15-25 минут в зависимости от скорости ответа на за-
просы веб-сервисом. Каждый веб-сервис тестируется 3 раза с
разницей между тестами в 9 часов, результаты проведенных
тестов усредняются. Такой подход к тестированию позволя-
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ет снизить разброс значений, возникающий из-за различной
загруженности веб-сервисов в течение дня.

Пусть 𝜆𝑚𝑎𝑥 — число запросов в секунду, отправляемое в
последней итерации, 𝑆 — шаг теста (число, на которое увели-
чивается количество запросов в секунду в последующей ите-
рации). Тогда можно вычислить общее число итераций в тесте
𝑁𝑖𝑡𝑒𝑟:

𝑁𝑖𝑡𝑒𝑟 =
⌈︁𝜆𝑚𝑎𝑥

𝑆

⌉︁
.

Пусть 𝑟
(𝑖)
𝑗,𝑘 — усреднённое по трем тестам значение време-

ни обработки запроса, где 𝑖 = 1, ..., 𝑛 — номер веб-сервиса, 𝑛 —
объем выборки, 𝑗 = 1, ..., 𝑁𝑖𝑡𝑒𝑟 — номер итерации, 𝑘 = 1, ..., 𝑗 ·𝑆
— номер запроса в рамках 𝑗-ой итерации.

В работе используется следующий план теста: максималь-
ное число запросов в секунду 𝜆𝑚𝑎𝑥 = 300, шаг теста 𝑆 = 10,
объем выборки 𝑛 = 100. Такие значения параметров выбра-
ны экспериментально, т.к. было установлено, что начиная с
280-290 запросов в секунду большинство веб-сервисов демон-
стрируют устойчивое поведение. Выборка состоит из 100 веб-
сервисов: Google Maps, Яндекс Карты, Bing Maps, Nokia Maps,
Twitter, Factolex, Quora и др.

1.5. Вычисление матрицы «объект-признак»
Матрица «объект-признак» ̃︂𝑋𝑚 ∈ R𝑚×𝑛, где 𝑚 — число

объектов, 𝑛 — количество признаков, формируется на основе
результатов тестов веб-сервисов. Ряды матрицы соответству-
ют объектам (веб-сервисам), столбцы — признакам. Обозна-
чим x(𝑖) 𝑖-ый ряд матрицы 𝑋. Опишем каждый веб-сервис
следующим образом:

x(𝑖) =
[︁
t(𝑖),d(𝑖), e(𝑖)

]︁
,

где t(𝑖) — вектор, описывающий изменение среднего време-
ни обработки запросов 𝑖-ым веб-сервисом при изменении на-
грузки, d(𝑖) — вектор, описывающий изменение стандартно-
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го отклонения, e(𝑖) — вектор, описывающий изменение числа
ошибок.

По каждому веб-сервису сначала вычислим среднее вре-
мя обработки запросов, стандартное отклонение и число необ-
работанных запросов по итерациям. Далее с целью устране-
ния ограничения на однозначный план теста (шаг теста и мак-
симальное число запросов в секунду) и более экономного опи-
сания характеристики чувствительности веб-сервиса произве-
дем аппроксимацию значений признаков по итерациям поли-
номом первой степени с помощью алгоритма линейной регрес-
сии [7]. Значения коэффициентов полученной регрессионной
модели, а также суммарную квадратичную ошибку будем ис-
пользовать в качестве признаков, характеризующих чувстви-
тельность веб-сервиса.

В дальнейших вычислениях среднего времени обработки
и стандартного отклонения исключаются ошибочные запро-
сы, т.е. такие запросы, которые не были обработаны в течение
30 секунд (время timeout) или веб-сервис вернул в ответе на
запрос HTTP-код, отличный от «200 — OK».

Примем за 𝑡
(𝑖)
𝑗 среднее время обработки запросов 𝑖-ым

веб-сервисом в рамках 𝑗-ой итерации:

𝑡
(𝑖)
𝑗 =

1

𝑗 · 𝑆

𝑗·𝑆∑︁
𝑘=0

𝑟
(𝑖)
𝑗,𝑘 .

Воспользуемся регрессионной моделью вида:

ℎ𝑡(𝑗 · 𝑆)(𝑖) = 𝜃
(𝑖)
𝑡,0 + 𝜃

(𝑖)
𝑡,1 · (𝑗 · 𝑆) .

Параметр 𝜃
(𝑖)
𝑡,0 является показателем ординаты точки пересе-

чения прямой с осью ординат, 𝜃
(𝑖)
𝑡,1 — тангенс угла наклона

прямой. Необходимо подобрать такие параметры 𝜃
(𝑖)
𝑡 , чтобы

регрессионная модель наиболее точно описывала исходную за-
висимость среднего времени обслуживания запросов от числа
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запросов в секунду. Подбор параметров производится с помо-
щью метода наименьших квадратов. Суть метода в миними-
зации значения стоимостной функции, равной разности меж-
ду фактическим значением 𝑡

(𝑖)
𝑗 и вычисленным регрессионной

моделью значением ℎ𝑡(𝑥):

min
𝜃0,𝜃1

𝐽𝑡(𝜃
(𝑖)
𝑡 ) =

𝑁𝑖𝑡𝑒𝑟∑︁
𝑗=1

(𝑡
(𝑖)
𝑗 − ℎ𝑡(𝑗 · 𝑆)(𝑖))2 .

Преобразуем тангенс угла наклона аппроксимирующей
прямой, 𝜃(𝑖)𝑡,1, в градусы:

𝛼𝑡 = 𝑎𝑟𝑐𝑡𝑎𝑛(𝜃
(𝑖)
𝑡,1)

180

𝜋
.

С целью вычисления относительных величин дополним сто-
имостную функцию постоянным делителем, равным макси-
мальному числу запросов. В итоге, в качестве признаков, ха-
рактеризующих изменение среднего времени обслуживания
запросов при увеличении нагрузки, примем:

t(𝑖) =

[︃
𝛼𝑡, 𝜃

(𝑖)
𝑡,1,

𝐽𝑡(𝜃
(𝑖)
𝑡 )(𝑖)

𝜆𝑚𝑎𝑥

]︃
.

На рис. 2 синими кругами показаны усредненные по трем
тестам данные веб-сервиса картографии «Яндекс.Карты», зе-
леной линией — аппроксимирующий полином. Видно, что в
данном случае полином хорошо описывает тенденцию роста
среднего времени обслуживания запросов при росте числа
запросов в секунду, поэтому значение стоимостной функции
𝐽(𝜃

(𝑖)
𝑡 ) будет мало. Значения признаков для примера на рис. 2:

𝛼𝑡 = 83.1, 𝜃𝑡,1 = 298.1, 𝐽𝑡(𝜃𝑡)/𝜆𝑚𝑎𝑥 = 80.9.
Аналогично проведем вычисления для стандартного от-

клонения времени обработки запросов:

𝑑
(𝑖)
𝑗 =

⎯⎸⎸⎷ 1

𝑗 · 𝑆 − 1

𝑗·𝑆∑︁
𝑘=0

(𝑟
(𝑖)
𝑗,𝑘 − 𝑡

(𝑖)
𝑗 )2 ,
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Рис. 2. Аппроксимация среднего времения обслуживания
запросов от числа запросов в секунду. Точки — исходные

данные, линия — аппроксимация.

d(𝑖) =

[︃
𝛼𝑑, 𝜃

(𝑖)
𝑑,1,

𝐽𝑑(𝜃
(𝑖)
𝑑 )(𝑖)

𝜆𝑚𝑎𝑥

]︃
.

И для числа ошибок:

𝑒
(𝑖)
𝑗 =

𝑗·𝑆∑︁
𝑘=0

𝑠𝑘, 𝑠𝑘 =

{︃
1 если 𝑟

(𝑖)
𝑗,𝑘 = 0

0 если 𝑟
(𝑖)
𝑗,𝑘 > 0

,

e(𝑖) =

[︃
𝛼𝑒, 𝜃

(𝑖)
𝑒,1,

𝐽𝑒(𝜃
(𝑖)
𝑒 )(𝑖)

𝜆𝑚𝑎𝑥

]︃
.

Нормализуем полученные данные. Для этого зададим
функцию нормализации 𝑧𝑗 :

𝑧𝑗 : 𝑥
(𝑖)
𝑗 ↦→

𝑥
(𝑖)
𝑗 − 𝐸𝑗 [𝑥

(𝑖)
𝑗 ]

𝜇𝑗(𝑥
(𝑖)
𝑗 )

,

где 𝐸𝑗 и 𝜇𝑗— среднее и стандартное отклонение по 𝑗-ому при-
знаку соответственно. Примем за 𝑋𝑚 = 𝑧(̃︂𝑋𝑚) нормализо-
ванную по признакам матрицу «объект-значение».
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1.6. Описание классов чувствительности
После проведения теста по заданному плану и вычисле-

ния матрицы «объект-признак» 𝑋𝑚 можно визуализировать
полученные данные (рис. 3). Введем эвристическое разделе-
ние веб-сервисов на классы чувствительности: от предпочти-
тельной низкой чувствительности к высокой.

1 класс 2 класс

3 класс

4 класс

(a) Значения показателей 𝛼𝑡 и 𝛼𝑒

4 класс

3 класс

(b) Значения показателей 𝛼𝑒 и
𝐽𝑒(𝜃𝑒)/𝜆𝑚𝑎𝑥

Рис. 3. Значения показателей выборки веб-сервисов,
сгруппированных по кластерам

Первый класс — низкая чувствительность ––– характери-
зуется небольшим изменением среднего времени обслужива-
ния запросов и стандартного отклонения, а также отсутстви-
ем необработанных запросов. На графике 3(a) можно увидеть,
что ряд веб-сервисов имеют отрицательное значение признака
𝛼𝑡, угла аппроксимирующей прямой графика среднего време-
ни обработки запроса, это означает, что начальное среднее
время обработки запросов при малой нагрузке больше ко-
нечного. Такое поведение характерно для ряда «облачных»
веб-сервисов (при увеличении нагрузки динамически увели-
чивается мощность обслуживающего узла) или веб-сервисов с
адаптивным распределителем нагрузки (англ. Load balancer)
(при высокой утилизации ресурсов одного обслуживающе-
го узла часть запросов передается на обслуживание узлам с
меньшей утилизацией).

Второй класс характеризуется более быстрым повыше-
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нием среднего времени обслуживания запросов, стандартно-
го отклонения и наличием небольшого числа необработанных
запросов.

Третий класс характеризуется быстрым повышением
среднего времени обслуживания запросов и стандартного от-
клонения, а также большим количеством необработанных за-
просов.

Четвертый класс — высокая чувствительность — характе-
ризуется в первую очередь наибольшим числом необработан-
ных запросов. При небольшом повышении нагрузки быстро
растет число необработанных запросов, среднее время обра-
ботки запросов и стандартное отклонение.

1.7. Формирование множества классов с помощью
кластеризации
С целью проверки обоснованности эвристического разде-

ления веб-сервисов, а также для последующей автоматизации
процесса определения класса чувствительности используется
кластеризация данных с помощью алгоритма 𝑘-средних [3].
В качестве входных данных используются нормализованная
матрица «объект-признак» 𝑋𝑚, 4 центроида (по количеству
эвристически определенных классов), первоначальное поло-
жение центроидов выбирается случайно, всего проводится 200
итераций, в качестве меры расстояния используется манхэт-
тенское расстояние:

𝑑𝑖𝑗 = |𝑥𝑖 − 𝑥𝑗 |

На рис. 3 обозначены эвристически выделенные классы
чувствительности. Принимая во внимая эвристическое описа-
ние классов чувствительности, можно графически обозначить
классы на рисунке.

11
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2. Определение класса чувствительности

2.1. Краткое описание метода опорных векторов
Решение задачи бинарной классификации при помощи

метода опорных векторов заключается в поиске параметров
функции, описывающей гиперплоскость, которая правильно
разделяет набор данных на два класса. Гиперплоскость выби-
рается таким образом, чтобы расстояние от объектов разных
классов до гиперплоскости было максимальным. Формаль-
но эту задачу оптимизации с ограничениями можно записать
следующим образом:

𝑚𝑖𝑛𝛾,w,𝑏
1

2
‖w‖2 + 𝐶

𝑚∑︁
𝑖=1

𝜉𝑖

𝑦(𝑖)(w𝑇x(𝑖) + 𝑏) > 1 − 𝜉𝑖, 𝑖 = 1, ...,𝑚

𝜉𝑖 > 0, 𝑖 = 1, ...,𝑚 ,

где x(i) — вектор признаков 𝑖-го объекта, 𝑦(𝑖) — метка при-
надлежности 𝑖-го объекта к определенному классу, w — на-
правляющий гиперплоскость вектор, 𝑏 (от англ. «bias» — сме-
щение) — кратчайшее расстояние между разделяющей гипер-
плоскостью и началом координат. 𝜉 — дополнительные пере-
менные, характеризующие величину ошибки. Если 𝜉𝑖 > 0, то
предполагается, что объект 𝑥𝑖 может лежать внутри разделя-
ющего зазора или ошибочно отнесен не к тому классу. Коэф-
фициент 𝐶 — коэффициент регуляризации, который позволя-
ет изменять отношение между максимизацией ширины разде-
ляющей полосы и минимизацией суммарной ошибки класси-
фикации.

Описанный метод подходит для случаев, когда возможно
линейно разделить классы. Однако, на практике такие случаи
встречаются нечасто. Для обеспечения возможности нелиней-
ного разделения классов метод опорных векторов был допол-
нен ядрами (kernel trick). Суть дополнения заключается в пе-
реводе исходных объектов в расширенное пространство, где
12
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возможно линейное разделение на классы. В настоящей рабо-
те используется радиальная базисная функция Гаусса (далее
РБФ):

𝐾(𝑥, 𝑥′) = 𝑒𝑥𝑝(−𝛾‖x− x′‖2) .
Если необходимо разделить данные на большее число

классов, применяют процедуру обучения нескольких класси-
фикаторов по принципу «один против всех». В этом случае
каждый классификатор определяет гиперплоскость, разделя-
ющую данные одного класса от всех остальных.

2.2. Выбор и оценка алгоритма классификации
В качестве алгоритма классификации используется метод

опорных векторов. Необходимо:

1) Выбрать подходящую оценку обобщающей способности
алгоритма (раздел 2.3).

2) Выбрать наилучшую комбинацию ядра алгоритма клас-
сификации и его параметров по показателям полноты
и точности с помощью процедур скользящего контроля
(кросс-валидации) и сеточного поиска (англ. grid search)
(раздел 2.4).

2.3. Оценка обобщающей способности алгоритма
На практике многие классы чувствительности являются

смещенными (англ. scewed), т.е. включают себя малое чис-
ло объектов по сравнению с другими классами. Например, в
выборке, используемой в настоящей работе, объемом 100 веб-
сервисов к 3-ому классу относится только 4 объекта, в то вре-
мя как к 1-ому — 40. Поэтому целесообразно в качестве оценки
обобщающей способности алгоритма использовать не просто
отношение верно классифицированных веб-сервисов к их об-
щему числу, но оценки обобщающей способности по каждому
классу. Такой оценкой может служить 𝐹 -мера [8].

Введем основные определения. Пусть 𝐶𝑖 — множество
объектов, принадлежащих 𝑖-ому классу, 𝑢𝑖 — множество объ-
ектов, которые алгоритм отнес к 𝑖-ому классу. Тогда полнотой
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(англ. recall) классификации объектов по 𝑖-ому классу явля-
ется отношение количества объектов, правильно отнесенных
к 𝑖-ому классу, к общему количеству объектов, относящихся
к этому классу:

𝑟𝑖(𝑢𝑖) =
|𝑢𝑖 ∩ 𝐶𝑖|
|𝐶𝑖|

.

Точностью (англ. precision) классификации объектов по
𝑖-ому классу является отношение количества объектов, пра-
вильно отнесенных к 𝑖-ому классу, к общему количеству объ-
ектов, отнесенных к 𝑖-ому классу:

𝑝𝑖(𝑢𝑖) =
|𝑢𝑖 ∩ 𝐶𝑖|

|𝑢𝑖|
.

Идеальный алгоритм обеспечивает 100% полноту и точ-
ность.

Для удобства полноту и точность сводят к одной оценке,
называемой, 𝐹 -мерой (англ. 𝐹 -score, 𝐹1-score):

𝐹𝑖(𝑢𝑖) = 2 × 𝑝𝑖(𝑢𝑖) × 𝑟𝑖(𝑢𝑖)

𝑝(𝑢𝑖) + 𝑟(𝑢𝑖)
.

Для идеального классификатора 𝐹 -мера равна 1, для худшего
— 0.

𝐹 -меру по всем классам можно записать как:

𝐹 = 𝜎 ± 𝜇 ,

где 𝜎 — среднее арифметическое, 𝜇 — среднеквадратическое
отклонение по всем 𝐹𝑖.

2.4. Скользящий контроль и сеточный поиск
Скользящий контроль — процедура эмпирического оце-

нивания обобщающей способности алгоритмов, обучаемых по
прецедентам («с учителем») [9]. В общем случае исходная вы-
борка разбивается на множество сочетаний двух подвыборок:
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обучающей и контрольной. Для каждого разбиения выпол-
няется настройка алгоритма на обучающей подвыборке, за-
тем оценивается ошибка на контрольной подвыборке. Оцен-
кой скользящего контроля называется средняя по всем раз-
биениям величина ошибки на контрольных подвыборках.

В настоящей работе используется 𝑘-кратный скользящий
контроль (англ. k-fold cross-validation), который заключает-
ся в следующем: выборка случайным образом разбивается
на 𝑘 непересекающихся подмножеств одинаковой (или почти
одинаковой) длины. Процедура кросс-валидации начинается
с выбором первого подмножества как контрольного, оставши-
еся 𝑘−1 подмножеств используются как обучающая выборка.
Процедура повторяется 𝑘 раз, при этом каждое подмножество
по одному разу используется как контрольное. 𝑘 результатов
оценки точности и полноты алгоритма усредняются.

Дополним 𝑘-кратный скользящий контроль техникой се-
точного поиска (англ. grid search) [10]. Сеточный поиск — до-
статочно простой, но эффективный метод оптимизации мо-
дели алгоритма и значений параметров. Задаются множества
возможных моделей и значений параметров и с помощью пол-
ного перебора возможных сочетаний выбирается такое сочета-
ние, для которого оценка обобщающей способности (в нашем
случае это 𝐹 -мера) по итогам скользящего контроля будет
наивысшей.

2.5. Вычислительный эксперимент
Проведем процедуры скользящего контроля и сеточного

поиска с целями выбора наилучшей комбинации параметров
и оценки обобщающей способности алгоритма.

Разделим случайным образом исходную выборку на два
подмножества: 80% — подмножество, используемое в проце-
дурах сеточного поиска и скользящего контроля, 20% — кон-
трольное подмножество.

Зададим 𝑘 = 3 для процедуры 𝑘-кратного скользящего
контроля.
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Зададим множество параметров, среди которых необхо-
димо найти наилучшую комбинацию с помощью метода се-
точного поиска и кросс-валидации.

1) Для линейного ядра: 𝐶 = [1, 10, 100, 1000].

2) Для радиальной базисной функции: 𝛾 =
[0.001, 0.0001], 𝐶 = [1, 10, 100, 1000].

Используя библиотеку с открытым исходным кодом, со-
держащую множество алгоритмов машинного обучения, Scikit
Learn [11], осуществим вычислительный эксперимент с задан-
ными параметрами. Результаты сеточного поиска и кросс-
валидации (в качестве оценки используется средняя 𝐹 -мера
по всем классам) показаны в таблице 1.

Таблица 1. Результаты сеточного поиска и кросс-валидации
𝐹 -мера Ядро Параметры ядра
0.303 ± 0.010 РБФ 𝐶 = 1, 𝛾 = 0.001

0.303 ± 0.010 РБФ 𝐶 = 1, 𝛾 = 0.0001

0.470 ± 0.010 РБФ 𝐶 = 10, 𝛾 = 0.001

0.303 ± 0.010 РБФ 𝐶 = 10, 𝛾 = 0.0001

0.799 ± 0.019 РБФ 𝐶 = 100, 𝛾 = 0.001

0.470 ± 0.010 РБФ 𝐶 = 100, 𝛾 = 0.0001

0.862 ± 0.013 РБФ 𝐶 = 1000, 𝛾 = 0.001

0.799 ± 0.019 РБФ 𝐶 = 1000, 𝛾 = 0.0001

0.862 ± 0.022 Линейное 𝐶 = 1

0.848 ± 0.013 Линейное 𝐶 = 10

0.787 ± 0.013 Линейное 𝐶 = 100

0.787 ± 0.013 Линейное 𝐶 = 1000

Лучший набор параметров наблюдается для ядра РБФ с
параметрами 𝐶 = 1000, 𝛾 = 0.001. Проведем оценку класси-
фикатора с заданными параметрами на контрольном подмно-
жестве. Для полученного случайного разделения выборки 𝐹 -
мера = 1, что говорит о 100% точности и полноте алгоритма.
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Стоит отметить, что результаты сеточного поиска и скользя-
щего контроля, а также оценка 𝐹 -меры на контрольном под-
множестве зависят от первоначального случайного разбиения
всей выборки на подмножества, поэтому конечное значение
общей 𝐹 -меры может варьироваться. После нескольких по-
вторений всей процедуры обучения классификатора оценка
𝐹 -мера на контрольном подмножестве = 0.955 ± 0.025.

1 класс

2 класс
3 класс

4 класс

Рис. 4. Границы принятия решения классификатора по
классам

Полученные результаты можно представить визуально.
Для этого уменьшим размерность пространства признаков
с трех до двух с помощью метода главных компонент [12],
настроим параметры классификатора, используя полученное
пространство признаков и построим границы принятия реше-
ний по классам (рис. 4).

3. Выводы

В работе проведен анализ и предложено решение пробле-
мы получения численной характеристики чувствительности
веб-сервиса. Показана практическая возможность эффектив-
ного выделения классов чувствительности, приведено эври-
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стическое описание классов. Сформирована теоретическая и
алгоритмическая основа программного комплекса для опре-
деления класса чувствительности произвольного веб-сервиса.

Преимуществом предложенного подхода является неза-
висимость показателей от выбранного шага тестирования, а
также невысоким начальным значением максимального чис-
ла запросов в секунду. Таким образом методика может быть
эффективна в отсутствии возможности полноценного тести-
рования веб-сервиса при высокой нагрузке.

Видится перспективным продолжение работ в данном
направлении. На данный момент отсутствуют методики
и программное обеспечение, которого могло бы провести
полноценную оценку веб-сервиса и дать рекомендации по
набору используемых веб-сервисов в системе с сервисно-
ориентированной архитектурой при наличии функциональ-
ных и нефункциональных требований и предпочтений. По-
этому, как правило, при решении таких вопросов руковод-
ствуются экспертными рекомендациями веб-сервисов в виду
отсутствия каких-либо строгих методик оценки.
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AUTOMATED DETERMINATION OF SENSITIVITY
CLASSES OF WEB SERVICES

Dmitry Dushkin, Institute of Control Sciences of RAS, Moscow,
Postgraduate (ddushkin@asmon.ru).

Abstract: The paper presents the method for calculating the
sensitivity — a benchmark for comparison of web services
performance. Features characterizing sensitivity are introduced.
A way of obtaining them and the method of class definition for
arbitrary web service are described. Machine learning algorithms
such as clustering via 𝑘-means and classification via support
vector machines are being used in this paper. The results of
numerical experiment that illustrates method are presented.

Keywords: web-services, service-oriented arcithecture, machine
learning, sensitivity analysis.
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