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Описана методика формирования тестовых массивов данных 
для компьютерного моделирования алгоритмов интеллекту-
альной обработки информации. Описаны результаты модели-
рования комплексного алгоритма структурно-
классификационного анализа, базирующегося на методе по-
тенциальных функций. 
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1. Введение 

В последнее время для исследования разнообразных систем 
управления широко используются методы, алгоритмы и проце-
дуры интеллектуальной обработки информации (ИОИ), см., 
например, [1]. В [2] описана методология классификационного 
анализа сложно организованных данных, являющаяся одним из 
эффективных подходов к решению задач ИОИ. В [3] описан 
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комплекс алгоритмов, реализующих эту методологию для ко-
нечного набора анализируемых данных. 

В работе описана методика формирования тестовых масси-
вов данных для компьютерного моделирования алгоритмов 
ИОИ, прежде всего для алгоритмов многомерного классифика-
ционного анализа. Описаны также результаты моделирования 
комплексного алгоритма структурно-классификационного 
анализа, базирующегося на методе потенциальных функций [3]. 

В работе для простоты рассматривается статическая модель 
функционирования сложного объекта как модель зависимости 
выходного показателя y от вектора входных показателей: 
(1) )(xFy = , kk RXxxx ⊆∈= )...,,( )()1( .  

Такая модель строится по выборке из N векторов размерно-
сти (k + 1) 
(2) NtXxxyxy kk

ttttt ,...,1,~),...,,(),( 1)()1( ==∈= +R ,  
получаемых в режиме нормальной эксплуатации идентифици-
руемого объекта. Без особого труда можно показать, что пред-
лагаемый далее подход может использоваться также для иден-
тификации динамической модели достаточно общего вида 
(3) )](...,),2(),1(),([)( mtxtxtxtxFty −−−= ,  
где m – «глубина памяти» динамической модели. Другими 
словами, различие моделей (1) и (3) состоит только в размерно-
сти пространства входов X, которая увеличивается для (3) до km.  

За критерий качества идентификации, как обычно, прини-
мается среднеквадратичное отклонение выходного параметра y 
от аппроксимационной модели (функции аппроксимации): 

(4) [ ]∫ −=
X

dxxpxFyJ )()(~ 2
,    

где p(x) – функция плотности распределения вероятности в 
пространстве X. Поставленная задача может быть решена при 
помощи классических статистических методов только в про-
стых случаях. Например, если известно, что F(x) принадлежит 
некоторому параметрическому классу функций F(x, α), то соот-
ветствующая модель F̃̃̃̃

̃̃
(x) также может быть выбрана в этом 
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классе F̃̃̃̃
̃̃
(x, α). В этом случае задача сводится к оценке вектора α 

по имеющейся выборке наблюдений (2). 
Однако в прикладных задачах информация подобного типа 

часто отсутствует. Более того, сложность функции F(x) не по-
зволяет использовать классические методы математической 
статистики. Тем не менее было замечено, что сложная во всем 
пространстве X функция F(x) может быть представлена в виде 
совокупности более простых «кусков», определённых на облас-
тях Bj. А именно, предлагается функциональный преобразова-
тель F(x) (идентифицируемую модель) представлять в виде 

(5) ∑
=

=
r
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jj xFxxF
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где r – число областей (классов); εj(x) – характеристические 
функции областей разбиения (классификации)  

(6) },{
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jj XBXBH

=
=∈= .  

Такое представление модели является основой метода ку-
сочной аппроксимации. В этом случае аппроксимационная 
модель может быть представлена в виде 

(7) ∑
=

=
r

j
jjj xFxxF

1
),(~)()(~ αε ,  

где Fj̃̃̃̃
̃̃
(x, αj) – локальные функции аппроксимации в областях Bj 

из выбранного параметрического класса функций. В этом слу-
чае функционал (4), соответствующий идентифицируемой 
модели (7), записывается следующим образом: 

(8) [ ]∑ ∫
=

−=
r

j B
jj

j

dxxpxFyJ
1

2
)(),(~ α .  

Тогда задача кусочной аппроксимации идентифицируемой 
модели состоит в нахождении такого разбиения на классы, для 
которого сумма квадратов невязок оценок локальных моделей 
всех классов была бы минимальна. Другими словами, необхо-
димо найти такую классификацию (6) и такие значения вектор-
ных параметров αj, для которых функционал (8) принимал бы 
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минимальное значение. Вообще говоря, параметр r (число 
областей Bj) также должен участвовать в минимизации критерия 
(8). Однако для критерия в форме (8) такая минимизация даёт 
тривиальный результат – максимально возможное с точки зре-
ния достоверной оценки коэффициентов регрессии αj. Очевид-
но, что это не соответствует интуитивному представлению об 
«оптимальном» числе областей. 

2. Методы решения задачи структурной  
идентификации  

Существует два подхода для решения поставленной задачи. 
Первый подход состоит в формальном рассмотрении функцио-
нала (8) и применении некоторого алгоритма его минимизации. 
Во втором подходе для нахождения областей разбиения (6) и 
локальных функций аппроксимации Fj̃̃̃̃

̃̃
(x, αj) используются 

методы распознавания образов и кластеризации. 

2.1.  ВАРИАЦИОННЫЙ ПОДХОД К РЕШЕНИЮ ЗАДАЧИ 
СТРУКТУРНОЙ ИДЕНТИФИКАЦИИ 
Для разработки алгоритма кусочной аппроксимации в соот-

ветствии с первым подходом необходимо рассмотреть первую 
вариацию функционала (8) δJ и разработать алгоритм, обеспе-
чивающий выполнение необходимого условия экстремума 
функционала J: δJ = 0. Параметр r не участвует в минимизации 
функционала, т.е. число областей Bj задаётся заранее (например, 
экспертным путём). 

Вариация δJ разбивается на две независимые части: 
δJ = δ1J + δ2J, где δ1J – вариация по параметрам αj локальных 
регрессий; δ2J – вариация по разбиению H, т.е. по границам 
областей Bj. В связи с тем, что вариации δ1J и δ2J берутся неза-
висимо, необходимое условие экстремума функционала J может 
быть переписано в следующей форме: δ1J = 0   δ2J = 0.  

Без ограничения общности для более компактного фор-
мульного представления необходимые условия минимизации 
функционала далее будем рассматривать для r = 2. 
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(9) [ ]∫ ==∇−
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2
2

1 αα ,  
где ∇  – градиентный оператор; Λ – кусочно-гладкая граница 
поверхности, разделяющей области B1 и B2; Ф(x, y) – дискрими-
нантная функция. 

Для решения системы уравнений (9), (10) предлагается ис-
пользовать итеративную процедуру типа стохастической ап-
проксимации [2]: 

(11a) 
,)](),1([~)]}(),1([)1({
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nnxFnnxFny

nnynxsignnn

jjjj

jjj

j
αα

γαα

α +∇+−+∗

∗+++Φ−=+
 

(11б) 
.2,1,)]}(),1([~)1({

)]}(),1([~)1({)]1(),1([
2

22

2
11

=+−+−

−+−+=++Φ

jnnxFny

nnxFnynynx

α

α
 

Так как выражение (10) для дискриминантной функции 
Ф(x, y) содержит выходной параметр y, который известен только 
для данной выборки наблюдений, это решающее правило не 
может быть использовано для прогнозирования. По этой причи-
не дискриминантная функция должна быть построена как функ-
ция f(x), зависящая только от входных параметров. 

Для того чтобы построить аппроксимацию функции f(x), 
можно использовать обычные алгоритмы распознавания обра-
зов с учителем [1]. В этом случае наблюдения (2) используются 
как обучающая выборка, а значения sign Ф(x, y) рассматривают-
ся как обучающие сигналы, содержащие информацию о том, где 
расположена точка x: в B1 (если sign Ф(x, y) = 1) или в B2 (если 
sign Ф(x, y) = –1). 

Для аппроксимации функции f(x) можно использовать ите-
рационный алгоритм, основанный на методе потенциальных 
функций [1, 3]. Этот алгоритм и уравнение (11а) фактически 
составляют адаптивный алгоритм кусочной аппроксимации. 
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2.2.  ДВУХЭТАПНАЯ СХЕМА РЕШЕНИЯ ЗАДАЧИ  
СТРУКТУРНОЙ ИДЕНТИФИКАЦИИ 
Как уже говорилось выше, при решении прикладных задач 

идентификации было замечено, что многие сложные объекты 
могут работать в нескольких технологических режимах, суще-
ственно различающихся своими моделями y = Fj(x), где j – 
индекс режима [4]. При этом j-му режиму соответствует опре-
делённая область Bj в пространстве входных параметров X. В [5] 
для идентификации такого рода объектов впервые было пред-
ложено использовать методы кусочной аппроксимации. Обычно 
в качестве оценок локальных моделей Fj̃̃̃̃

̃̃
(x, αj) используются 

достаточно простые функции – линейные или даже константы.  
В этом случае процедура кусочной аппроксимации состоит 

из двух этапов.  
На первом этапе, используя выборку x1, …, xN, пространст-

во X разбивается на r областей Bj, каждая из которых содержит 
только «близкие» наблюдения xj (в соответствии с выбранным 
критерием близости). В качестве критерия близости обычно 
используется среднеквадратичное отклонение точек в области Bj 
[2, 6]:  

(12) ∑ ∫
=

−=
r

j B
j

j

dxxpbxJ
1

2 )()( ,  

где bj – модель (эталон) области Bj. Для разбиения пространства 
X на области Bj обычно используются алгоритмы автоматиче-
ской классификации (кластеризации) [4, 6].  

На втором этапе по выборке (2) строятся локальные регрес-
сионные модели Fj̃̃̃̃

̃̃
(x, αj). 

Особенность данного подхода состоит в том, что на первом 
этапе процедуры кусочной аппроксимации используется только 
информация о входных параметрах. Для большинства сложных 
объектов частота измерения входных параметров намного 
выше, чем выходных, поэтому количество входных параметров 
значительно превышает количество выходных. Классические 
алгоритмы идентификации, основанные на первом подходе к 
решению задачи кусочной аппроксимации, могут рассматривать 
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только пары наблюдений (x1, y1), …, (xN, yN), в то время как 
дополнительная информация о входных параметрах в этом 
случае не используется. В рамках же второго подхода был 
разработан алгоритм, который позволяет использовать инфор-
мацию о выходном параметре y уже после того, как получено 
разбиение {Bj, j = 1, …, r}. Основная идея этого алгоритма 
состоит в следующем. 

Вначале пространство X разделяется на области Bj, 
j = 1, …, l, где число l значительно больше, чем «реальное» 
число областей r . Для этой цели в работе использовался ком-
плекс алгоритмов структурно-классификационного анализа [6], 
включающий алгоритмы: m-локальной оптимизации заданного 
критерия, выбора информативных параметров, выбора началь-
ного разбиения, выбора в определённом смысле «оптимально-
го» числа классов, заполнения пропущенных наблюдений. 

Далее производится пошаговое объединение областей Bj 
следующим образом. На каждом шаге находится ближайшая 
пара областей Bi и Bj – кандидатов на объединение. Затем про-
веряется гипотеза: «локальные модели аппроксимации Fĩ̃̃̃

̃̃
(x, αi) и 

Fj̃̃̃̃
̃̃
(x, αj) в областях Bi и Bj статистически неразличимы». Для 

этого вводится мера близости K(Bi, Bj) областей Bi и Bj [6] и 
применяется специальная процедура верификации этой гипоте-
зы. В качестве оценок локальных моделей Fj̃̃̃̃

̃̃
(x, αj) обычно ис-

пользуются линейные функции. По этой причине далее рас-
сматривается только кусочно-линейная модель (аппроксима-
ция). В этом случае для верификации гипотезы использовалась 
статистика Фишера–Чоу [7]: 
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где k – размерность пространства X; Ni и Nj – число наблюдений, 
попавших в области Bi и Bj соответственно; Fij̃̃̃̃

̃̃
(x) – локальная 

модель аппроксимации в объединенной области Bi ∪ Bj. Таким 
образом, δ – это разница между реальными и прогнозируемыми 
значениями выходного параметра y, при условии, что x принад-
лежит к соответствующей области. 

Если F ≤ F0, тогда гипотеза верна, где F0 – уровень значи-
мости, в противном случае гипотеза отвергается, т.е. области Bi 
и Bj не объединяются. 

Таким образом, алгоритм кусочно-линейной аппроксима-
ции (идентификации) состоит в последовательном повторении 
следующей процедуры. На каждом шаге объединения необхо-
димо найти ближайшую в определённом смысле пару областей 
Bi и Bj, для которых 
(14) ),(max),(

, pllplji BBKBBK
≠

= .  

Найденные с помощью (14) области объединяются в новую 
область Bi′ = Bi ∪ Bj, если F ≤ F0, т.е. гипотеза «локальные моде-
ли аппроксимации Fĩ̃̃̃

̃̃
(x, αi) и Fj̃̃̃̃

̃̃
(x, αj) в областях Bi и Bj статисти-

чески эквивалентны» верна. Новая локальная модель аппрокси-
мации в объединённой области Bi′ обозначается как Fĩ̃̃′(x)=Fij̃̃̃̃

̃̃
(x). 

Эта процедура повторяется для всех областей Bi и Bj (или Bi и 
Bi′). В результате, возможно, получатся новые области Bi′ и, 
соответственно, новые локальные модели аппроксимации Fĩ̃̃′, 
которые в совокупности дадут оценку итоговой кусочно-
линейной модели идентифицируемого объекта, как только 
закончится процесс объединения областей. 

Описанная процедура позволяет построить кусочно-
линейную аппроксимацию неизвестной модели идентифици-
руемого объекта, учитывая геометрическую близость областей 
Bj в пространстве X, а также статистическую различимость 
локальных регрессионных функций различных областей. Важ-
ное преимущество разработанной процедуры состоит в том, что 
число областей r при разбиении пространства X получается 
автоматически и оптимальным образом. 
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3. Заключение 

Описанные алгоритмы кусочно-линейной аппроксимации 
были успешно использованы для идентификации сложных 
объектов управления во многих прикладных задачах. Во всех 
случаях разработанные алгоритмы показали свою высокую 
эффективность. 
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