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МОДЕЛИРОВАНИЕ НЕЙРОНОВ  
И ИХ ВЗАИМОДЕЙСТВИЙ.  
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(ФГБУН Институт проблем управления  

им. В.А. Трапезникова РАН, Москва) 

Статья содержит подробный обзор математических моделей нейронов 

и нейронных взаимодействий. Модели разделены на два больших, но неравных 

класса: «электрические», которые уделяют внимание только электрическим 

процессам, и «гетерохимические», в которых основной упор делается на хи-

мизм нейрона, на его химические входы и выходы. Первый класс моделей гораздо 

шире, поскольку имеет более долгую историю. Модели второго класса принад-

лежат к новому развивающемуся направлению в нейробиологии. В конце ста-

тьи кратко описана асинхронная гетерохимическая модель, предложенная ав-

торами совместно с коллегами из ИПУ РАН и ИБР РАН.  

Ключевые слова: модели нейронов, нейронные сети, биологически 

правдоподобное моделирование, гетерохимические взаимодействия 

нейронов. 

1. Введение 

В течение последних восьми лет авторы занимались модели-

рованием гетерохимических взаимодействий нейронов в малых 

нейронных ансамблях. За время этой работы был прочитан и про-

анализирован большой объем литературы, часть из которой си-

стематизирована в представленном обзоре.  

Проблема математического моделирования биологических 

нейронов и сетей из них имеет давнюю историю: первые работы 

в этой области появились более ста лет назад, причем некоторые 

из ранних работ не потеряли актуальности до настоящего вре-

мени. Достаточно напомнить классические работы: статью Ход-

жкина – Хаксли [70], написанную в 1952 г., и статью Маккал-

лока – Питтса [92], написанную в 1943 г., которые активно цити-

руются до сих пор. Поэтому в настоящем обзоре мы стремились 
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не только отразить новейшие исследования, но также проследить 

эволюцию и преемственность методов и подходов.   

Для ориентации в огромном массиве литературы по нейро-

биологическому моделированию необходима его структуриза-

ция, основания которой могут быть различными. Модели нейро-

нов и сетей из них отличаются как степенью подробности описа-

ния и биологической адекватности, так и целью моделирования. 

Кроме того, при классификации моделей важно иметь в виду сле-

дующее.  

Современное состояние нейробиологии характеризуется со-

существованием двух конкурирующих парадигм: электрической 

парадигмы, господствовавшей на протяжении всего ХХ-го века, 

и гетерохимической парадигмы, постепенно пробивающей себе 

дорогу в последние десятилетия.   

Электрическая парадигма рассматривает нервную систему 

как жесткую «проволочную» электрическую сеть, в которой си-

напс является главным и единственным местом, где происходит 

обмен информацией между нейронами. При этом признается 

наличие химических посредников – нейротрансмиттеров, кото-

рые под действием электрического сигнала, пришедшего по ак-

сону нейрона-передатчика, выделяются (секретируются) преси-

наптическим окончанием аксона в синаптическую щель и вос-

принимаются рецепторами нейрона-приемника, расположен-

ными по другую сторону синаптической щели. Однако с «элек-

трической» точки зрения нервной системе для этого посредниче-

ства достаточно одного трансмиттера. Существующее в реально-

сти разнообразие трансмиттеров (в настоящее время их известно 

около сотни) с этой точки зрения не является значимым. Экспе-

риментально установленные факты переключения поведения ор-

ганизмов без изменения анатомической структуры [27] в этой па-

радигме не находят объяснения.  

Гетерохимическая парадигма, напротив, считает, что комму-

никация между нейронами основана на химических взаимодей-

ствиях и происходит в результате выделения трансмиттеров не 

только (а часто и не столько) в синаптическую щель, но и во вне-

клеточное пространство, где они воспринимаются рецепторами, 

расположенными по всей мембране нейронов-приемников. Такая 

передача сигналов называется объемной (volume transmission). 
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Нейроны трансмиттер-специфичны: разные нейроны выделяют 

разные трансмиттеры; разные рецепторы чувствительны к раз-

ным трансмиттерам. Поэтому разнообразие трансмиттеров суще-

ственно, что отражено в добавке «гетеро» к названию парадигмы. 

Передача сигналов является широковещательной: трансмиттер-

ный сигнал воспринимается не одним нейроном (как это проис-

ходит при синаптической передаче), а всеми нейронами, которые 

находятся в окрестности нейрона-передатчика и имеют рецеп-

торы, чувствительные к данному трансмиттеру.  

При этом все сведения о характере электродинамических 

процессов в нервных системах остаются в силе. В частности, 

остается справедливым тот центральный для межнейронной ком-

муникации факт, что генерация нейроном трансмиттерного сиг-

нала происходит тогда, когда мембранный потенциал превосхо-

дит некоторый порог и нейрон переходит в активное состояние, 

порождая потенциал действия. Таким образом, гетерохимическая 

парадигма не отменяет электрическую парадигму – она включает 

ее в себя, концентрируясь на тех аспектах нейронных взаимодей-

ствий, которые игнорируются в «электрических моделях». 

В итоге весь массив литературы по моделям нейронов 

и нейронных сетей следует разделить на две части: электриче-

ские и гетерохимические модели, соответствующие парадигмам, 

на которые они опираются. Эти части не равны по объему, по-

скольку электрические модели, как уже было сказано, имеют бо-

лее чем столетнюю историю, тогда как первые гетерохимические 

модели появились только в конце XX века.   

Статья имеет следующую структуру. Второй раздел содер-

жит обзор моделей, соответствующих основным принципам 

электрической парадигмы, т.е. электрических (синаптических, 

«проволочных») моделей, в третьем разделе проведен сравни-

тельный анализ рассмотренных моделей и высказаны некоторые 

методологические соображения, в четвертом разделе описыва-

ются модели гетерохимического взаимодействия нейронов 

и, наконец, в пятом разделе излагается наш подход к моделиро-

ванию мультитрансмиттерной системы нейронов и их взаимо-

действий в малых ансамблях, а также нейромодуляции. Заключе-

ние подводит итог, в нем формулируются основные выводы 

и перспективы исследований. 
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2. «Электрические» модели нейронов 
и их взаимодействий1 

Электрические модели нейронов и нейронных сетей можно 

разделить на два больших класса, использующих диаметрально 

противоположные подходы и преследующие различные цели.  

Первый из этих классов описывает биологические нейроны 

и происходящие в них процессы с большой степенью точности; 

как правило, здесь строятся модели одиночных нейронов или их 

взаимодействия в малых сетях. Такие модели можно назвать «не-

прерывными»: процессы на мембране нейрона используют не-

прерывную математику, т.е. методы математического анализа и 

дифференциальных уравнений. Эти модели, как правило, имеют 

большую вычислительную сложность; в некоторых из них при-

сутствует множество параметров, которые чаще всего подбира-

ются эмпирически. 

Второй класс, напротив, игнорирует биологическое правдо-

подобие внутринейронных процессов, уделяя основное внимание 

межнейронным взаимодействиям. Сложность поведения в таких 

сетях достигается за счет связывания большого количества про-

стых элементов и изменения структуры и силы их взаимодей-

ствий. Эти модели будем называть «дискретными» – они исполь-

зуют дискретную математику: теорию графов, теорию автоматов 

и булеву алгебру. В них нейроны представляют собой простые 

пороговые элементы и чаще всего работают как сумматоры с по-

роговой функцией активации. 

 

2.1. НЕПРЕРЫВНЫЕ МОДЕЛИ 

Самая простая из непрерывных моделей нейрона, Integrate-

and-fire, была предложена Луи Лапиком в 1907 году [20]. Изме-

нение мембранного потенциала в ней описано одним дифферен-

циальным уравнением, которое задает следующую динамику. 

Потенциал возрастает до порогового значения, при котором про-

исходит спайк (мгновенный скачок); после чего он опускается 

до некоторого базового подпорогового значения. Несмотря 

                                           
1 Обзор электрических моделей до 2016 г. частично пересекается с обзором 

в статье [2]. 
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на свой солидный возраст, модель широко используется 

и в настоящее время [43, 77]. Модель Perfect Integrate-and-Fire 

описывает изменение мембранного потенциала без утечек; ее мо-

дификация Leaky Integrate-and-Fire учитывает диффузию заря-

женных ионов через мембрану, в уравнении появляется еще одно 

слагаемое, отвечающее за утечку. Это один из наиболее распро-

страненных видов модели спайкующего нейрона; как правило, 

из таких нейронов стоят модели спайковых нейронных сетей 

[136, 138], которые более подробно будут описаны в разделе 2.2. 

В настоящее время существует еще несколько усложнений мо-

дели: адаптивная модель Integrate-and-Fire [84], модель с утечкой 

дробного порядка [117], экспоненциальная модель Integrate-and-

Fire [61]. 

При всем разнообразии новых исследований, появившихся 

в последнее время, до сих пор, пожалуй, наиболее знаковой явля-

ется модель Ходжкина – Хаксли [70], описывающая возникнове-

ние потенциала действия и его распространение вдоль аксона. 

Она находится на противоположном от Integrate-and-Fire конце 

диапазона сложности и является одной из самых подробных и 

биологически правдоподобных моделей. А. Ходжкин и Э. Ха-

ксли были награждены за нее Нобелевской премией по физиоло-

гии и медицине в 1963 году. Модель представляет собой систему 

четырех дифференциальных уравнений, содержащих большое 

количество переменных параметров. При всех своих достоин-

ствах она имеет высокую вычислительную сложность, а биологи-

ческая адекватность завязана на подборе начальных значений 

и значений параметров.  

Для редуцирования сложности модели Ходжкина – Хаксли 

был предложен ряд ее упрощений. Так, модель ФицХью – 

Нагумо (1961–1962 гг.) содержит систему из двух дифференци-

альных уравнений первого порядка [52, 99]. Нейрон в ней пред-

ставлен как релаксирующий осциллятор, возбуждающий себя 

за счет положительной обратной связи мембранного потенциала 

и восстанавливающийся с помощью отрицательной обратной 

связи медленного тока восстановления. Однако следует отме-

тить, что модель ФицХью – Нагумо имеет более широкий спектр 

применения и может рассматриваться как модель автоволновых 
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процессов разной природы. В нейрофизиологии эта модель не по-

теряла актуальности и сейчас. В [139] рассматривается численное 

решение уравнений ФицХью – Нагумо со стохастической функ-

цией. В [135] представлена модель ФицХью – Нагумо, учитыва-

ющая влияние электрического поля. Исследуются динамические 

свойства этой модели. 

Модель Моррис – Лекара [94], предложенная в 1981 г., опи-

сывает динамику кальциевых и калиевых каналов и в некоторой 

степени представляет собой комбинацию моделей Ходж-

кина – Хаксли и ФитцХью – Нагумо. С различными модифика-

циями модель применяется и исследуется и в настоящее время. 

Так, в [109] исследуется модифицированный нейрон Мор-

риса – Лекара под воздействием электрического и магнитного 

поля; в [122] исследуется переход паттернов возбуждения одного 

модифицированного нейрона Моррис – Лекара: он способен де-

монстрировать три разных паттерна возбуждения при изменении 

единственного параметра. 

Модель активности нейронов Хиндмарша – Роуза [68] пред-

назначена для изучения поведения спайков как скачков-разрывов 

мембранного потенциала. В модели три функции: мембранный 

потенциал x(t), который выражается в безразмерных единицах; 

функции y(t) и z(t), которые учитывают транспорт ионов через 

мембрану по ионным каналам. Модель Хиндмарша – Роуза пред-

ставляет собой систему трех нелинейных обыкновенных диффе-

ренциальных уравнений относительно безразмерных динамиче-

ских переменных x(t), y(t) и z(t). Модель Хиндмарша – Роуза, как 

и многие из вышеперечисленных моделей, используется в мемри-

сторных сетях [130]. О самих мемристорных сетях будет сказано 

в разделе 2.2. 

Для применения модели Ходжкина – Хаксли ее упрощают 

различными способами. Кроме редуцирования параметров, 

можно разделить моделируемые участки мембраны. В работе 

[127] на основе модели Ходжкина – Хаксли предложена модель 

нейрона, в которой динамика мембранного потенциала для тела 

клетки и для аксона моделируются и вычисляются отдельно.  

Сама же модель Ходжкина – Хаксли тоже не является исто-

рическим артефактом. Различные ее модификации исследуются 

во многих современных работах. К примеру, в [73] описывается 
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упрощенная мемристорная модель нейронов Ходжкина – Хаксли 

и исследуется пороговая динамика мембранных потенциалов; 

в [88] исследуется реализация классической модели Ходжкина – 

Хаксли в эмуляторе на осциллирующем мемристоре. Количество 

таких работ достаточно велико. 

Обзор непрерывных вычислительных моделей нейронов 

и нейронных сетей представлен в книге [124]. Более свежий крат-

кий обзор моделей спайкующих нейронов можно найти в [53]. 

Важным достоинством основных электрических моделей яв-

ляется их высокая биологическая правдоподобность: они описы-

вают процессы, происходящие на клеточной мембране, с высокой 

степенью точности. С другой стороны, они имеют много пара-

метров, зависящих от результатов измерений, которые не всегда 

могут быть проведены с достаточной точностью. Кроме того, эти 

модели обладают большой вычислительной сложностью, расту-

щей с увеличением числа взаимодействующих нейронов. Эти 

ограничения приводят к тому, что такие модели используются 

только для единичных нейронов или для малых сетей. Так, в ра-

боте [127] с помощью двухчастной модели нейрона (сома + ак-

сон) строится вычислительная модель генератора центрального 

паттерна пищевой сети улитки; модель пачечного нейрона, пред-

ложенная в [58], применена в [59] для описания взаимодействия 

интернейронов (внутренних нейронов) в центральном генераторе 

паттерна и мотонейронов в локомоторной системе насекомых; 

в [112] представлена модель нейронов головастика шпорцевой 

лягушки, которые проращивают аксоны и формируют с их помо-

щью новые синаптические связи. 

Механизмы бифуркации, происходящей при генерации по-

тенциала действия нейрона, исследовал в своих работах Е. Ижи-

кевич. В модели, описанной в [74], тип бифуркации нейрона 

определяется состоянием покоя клетки. Такие нейроны могут 

действовать не только как интеграторы, но и как резонаторы, ре-

агируя лишь на определенную частоту входа и игнорируя все 

другие частоты. В [75] производится сравнительный анализ 

наиболее успешных и используемых моделей. Модели сравнива-

ются по двум параметрам: биологическая адекватность и вычис-

лительная эффективность. Кроме того, в этой работе автор пред-

лагает свою модель, которая по обоим параметрам превосходит 
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существующие модели применительно к большим сложным се-

тям, моделирующим работу кортекса. Модель нейрона Е. Ижике-

вича получила большую популярность и стала объектом исследо-

вания многих авторов: см., например, [97, 101, 118, 128] и многие 

другие работы.  

В статье [13] содержится обзор моделей, использующих ме-

тоды нелинейной динамики для описания нервных систем в це-

лом. 

Другому подклассу принадлежат стохастические модели 

спайкующих нейронов. К ним, как правило, относят модель от-

ветного спайка (Spike response model, SRM) [56, 57]. Такое назва-

ние модель получила потому, что в сети входной ток данного 

нейрона генерируется спайками всех связанных с ним нейро-

нов. Существуют модели, функционирующие как в дискретном, 

так и в непрерывном времени. Спайк в нейроне возникает с неко-

торой вероятностью (в непрерывном случае – плотностью рас-

пределения), заданной функцией от величины мембранного по-

тенциала и порога активации. Важной модификацией, по сути, 

упрощением модели SRM является модель SRM0. Она отлича-

ется тем, что фильтр, которым задается рефрактерный период, за-

висит только от самого последнего спайка, а не от суммы преды-

дущих спайков, как это было в базовой модели. 

Еще одна стохастическая модель – модель Гальвеса – Лёчер-

бах [55] – скорее, находится на границе двух классов. Модель 

представляет собой сеть, состоящую из счетного числа идеализи-

рованных нейронов, взаимодействующих посредством случай-

ных спайков, которые происходят почти мгновенно (т.е. их 

можно считать дискретными событиями, не имеющими протя-

женности во времени). Каждый нейрон в каждый момент вре-

мени активируется с некоторой вероятностью, зависящей от его 

предыдущей активности и от истории активности его окружения 

с момента последнего спайка данного нейрона. Спайк обнуляет 

его память. Модель примечательна тем, что такие нейроны 

имеют память переменной длины. 
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2.2. ДИСКРЕТНЫЕ МОДЕЛИ 

В противоположность непрерывным моделям дискретные 

модели максимально упрощают описание процессов, происходя-

щих в нейронах, за счет уменьшения количества параметров 

и дискретизации их значений, укрупнения масштаба событий и 

игнорирования многих деталей, не значимых с точки зрения пе-

редачи сигнала и, в конечном счете, обработки и передачи инфор-

мации. Наиболее распространенным типом дискретных моделей 

являются искусственные (формальные) нейроны и нейронные 

сети.  

Формальный нейрон и искусственная нейронная сеть (ИНС) 

из формальных нейронов были впервые предложены Маккалло-

ком и Питтсом в 1943 г. [92]. В этой статье нейрон представлен 

как пороговый логический элемент с двоичными входами 

x1, …, xk, имеющими различные действительные веса w1, …, wk, 

и двоичным выходом y, который возбуждается, когда линейная 

комбинация входных сигналов достигает порога P:  

(1) 𝑦𝑖(𝑡 + 1) = {
1, если ∑ 𝑤𝑖

𝑘
𝑖=1 𝑥𝑖(𝑡) ≥ 𝑃;

0, если ∑ 𝑤𝑖
𝑘
𝑖=1 𝑥𝑖(𝑡) < 𝑃.

 

Там же было показано, что сеть из таких элементов способна 

моделировать любое утверждение логики высказываний.  

Модель Маккаллока – Питтса не получила быстрого призна-

ния: она опередила свое время и к тому же была написана в арха-

ической системе логических обозначений. Широкую известность 

она приобрела лишь в 1956 г. благодаря более ясному ее изложе-

нию в статье Клини [81]. Клини показал, что сети из элементов 

Маккаллока – Питтса эквивалентны конечным автоматам. Эта 

статья положила начало активным исследованиям ИНС, которые 

развивались в двух независимых направлениях: как частный вид 

комбинационных логических схем, важный для приложений 

в вычислительной технике и дискретной автоматике, и как ин-

струмент для моделирования отдельных информационных про-

цессов в нервных системах. Работы в третьем возможном направ-

лении развития ИНС, использующем отмеченные в [81] их ко-

нечно-автоматные свойства, появлялись лишь эпизодически. 

О некоторых работах этого направления будет сказано ниже.   
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Первым применением нейронных сетей для моделирования 

интеллектуальных процессов стал перцептрон, предложенный 

Ф. Розенблаттом в 1957 г. и описанный в книге [14]. Перцептрон 

представляет собой трехслойную нейронную сеть без обратных 

связей, способную решать задачи распознавания и классифика-

ции. Первый слой нейронов является сенсорным, второй – ассо-

циативным, третий – реагирующим. Распределение активности 

нейронов на сенсорах представляет собой входной образ. Обра-

ботка образа происходит в одном слое – ассоциативном, поэтому 

такой перцептрон называется однослойным. Переменная мат-

рица весов W задает взаимодействия между ассоциативным и ре-

агирующим слоем. Процесс обучения заключается в изменении 

элементов матрицы W. 

Совершенно другую архитектуру имеет сеть Хопфилда [71], 

которая представляет собой связный неориентированный граф 

без петель. Вершины сети – это нейроны, которые в стандартной 

модели представляют собой пороговые элементы. В некоторых 

версиях сети Хопфилда нейрон имеет непрерывную функцию ак-

тивации, которая стремится к обычной пороговой функции, когда 

некоторый параметр стремится к нулю. Главным отличием от 

перцептронов стало появление обратных связей. Граф задается 

симметричной матрицей весов W, которая определяет уже обу-

ченную сеть. То есть, в отличие от перцептрона и порожденных 

им моделей ИНС, матрица весов остается неизменной. Она вы-

числяется по эталонным векторам – образам, которые сеть в даль-

нейшем будет распознавать. Если сеть должна отнести изображе-

ние к одному из n классов, итоговая матрица будет представлять 

собой сумму n матриц, каждая из которых построена по одному 

из эталонных образов. Состоянием сети в момент t является век-

тор активности нейронов в этот момент. Вводится понятие энер-

гии сети. Из любого начального состояния, заданного произволь-

ным вектором, сеть переходит в одно из устойчивых состояний, 

которому соответствует локальный минимум энергии. Количество 

локальных минимумов совпадает с количеством классов n, и каж-

дый минимум соответствует своему классу. Это позволяет исполь-

зовать сеть Хопфилда как распознаватель-классификатор. Разли-

чают синхронные и асинхронные сети Хопфилда. В синхронных 
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сетях возможно появление так называемых «динамических ат-

тракторов», когда сеть не сходится к одному устойчивому состо-

янию, а колеблется между двумя локальными минимумами, осо-

бенно при распознавании так называемых «химерных образов», 

части которых принадлежат разным эталонным образам. Асин-

хронные сети сходятся дольше, но лишены такого недостатка.  

Направление, связанное с сетями Хопфилда, не получило се-

рьезного развития, тогда как идеи, заложенные в перцептроне Ро-

зенблатта, оказались весьма перспективными. После примерно 

десятилетнего периода резкого падения интереса к перцептро-

нам, вызванного книгой М. Минского и С. Пейперта [12], в кото-

рой были показаны принципиальные ограничения перцептронов, 

с конца 70-х годов стали появляться различные их модификации, 

направленные на преодоление этих ограничений: увеличивалось 

число слоев, вводились обратные связи (обратное распростране-

ние ошибки), пороговый сумматор (1) стал всего лишь одним из 

вариантов выходной функции активации и т.д. Обзор ранних мо-

делей искусственных нейронных сетей содержится в книге [65]. 

А на рубеже XX–XXI-го веков возникли методы глубокого обу-

чения [41, 60, 83], которые привели к современному буму ИНС 

и основанных на них нейротехнологий. Этот бум резко изменил 

как тренды науки об искусственном интеллекте, так и прежнее 

скептическое отношение общества к ИИ, которому впервые были 

предъявлены впечатляющие приложения в различных областях. 

Подробный анализ современного состояния ИНС не входит 

в тематику нашего обзора. Мы лишь перечислим некоторые ос-

новные классы ИНС: свёрточные нейронные сети [125], рекур-

сивные сети [42, 93], рекуррентные сети, среди которых выделя-

ются LSTM-сети (Long short-term memory – долгая краткосрочная 

память) [23, 120], глубокие сети доверия [69, 140] и др. Отдель-

ный большой класс – сети, построенные на мемристорах. Аппа-

ратная сверточная сеть на мемристорах описана в [137]. В [86] 

представлен новый тип локально активного и энергонезависи-

мого мемристорного нейрона, способного генерировать различ-

ные паттерны активности (регулярные и нерегулярные спайки, 

пачки спайков и др.). В [44] мемристоры позиционируются 

как наилучшие кандидаты для выполнений нейроморфных вы-

числений. В [50] на мемристорах реализована модель Моррис –
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Лекара; в [126] – модель Хиндмарша – Роуза. В [131] описана по-

строенная на мемристорах модель Вильсона, описывающая про-

стейшие взаимодействия однородной популяции двух типов 

нейронов: возбуждающих и тормозных.   

К настоящему времени исследования вышли в практическую 

плоскость: существует большое количество нейросетевых прило-

жений в различных областях. Диапазон задач, решаемых нейрон-

ными сетями, чрезвычайно широк. Он обусловлен их высокой 

способностью к решению многих видов слабоструктурирован-

ных и плохо алгоритмизуемых задач: распознаванию изображе-

ний, речи и рукописных текстов, классификации различных объ-

ектов, задач диагностики, компьютерного зрения, обработки 

естественного языка и даже творческих задач. Стоит отметить 

высокую эффективность таких моделей в медицине: от медицин-

ского компьютерного зрения [49] до борьбы с COVID-19 – обзор 

работ, посвященных этой теме, можно найти в [121].  

Наиболее известная в настоящее время языковая модель 

GPT-4 (Generative Pretrained Transformer 4), мультимодальная 

большая языковая модель, созданная OpenAI 

(https://chat.openai.com), делает грандиозные успехи в генерации 

текстов на заданные темы. В [32] описывается роль ChatGPT 

в здравоохранении; в другой своей публикации [33] этот же автор 

предлагает использовать ChatGPT для решения проблемы гло-

бального потепления. В [67] описывается предполагаемая роль 

ChatGPT в написании будущих научных публикаций. Авторы 

ссылаются, в числе других, на работу [90], выполненную ча-

стично с помощью ChatGPT. Однако, по мнению авторов, на со-

временном этапе такие системы могут играть роль скорее интел-

лектуальных помощников, немногим более продвинутых, чем по-

исковые системы, которыми мы уже давно привыкли пользо-

ваться. Напротив, авторы препринта [36] видят в GPT-4 искры 

сильного искусственного интеллекта. Верны ли такие оценки, по-

кажет время.   

Читателям, интересующимся проблемой машинного интел-

лекта, можно порекомендовать книги Сергея Шумского [18, 19].  

Отдельно отметим спайковые нейронные сети (СНС), кото-

рые часто называют третьим поколением искусственных нейрон-

ных сетей. Главное различие между традиционной ИНС и СНС 
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заключается в принципе распространения информации. Класси-

ческая ИНС работает с вещественными или целочисленными 

входами и выходами; СНС оперирует данными, представлен-

ными в виде серии импульсов (спайков). Современные спайко-

вые нейронные сети успешно решают различные задачи из широ-

кого диапазона предметных областей. Они применяются в робо-

тотехнике [54], компьютерном зрении [72], протезировании [95], 

и многих других сферах. На основе СНС построены и обучены 

системы, управляющие манипуляторами [34] и роботами [24], ре-

шающие задачи распознавания и обнаружения [100, 106], задачи 

тактильного восприятия [111], обработки нейромедицинских 

данных [51, 78]. СНС открыли целое направление создания раз-

личных нейроморфных систем, таких как NeuroGrid [30], 

BrainScaleS [104, 116], и нейроморфных чипов – Loihi [39], Tianjic 

[105], успешная работа которых свидетельствует о большом по-

тенциале аппаратной реализации СНС. В [110] производится ана-

литическое исследование нейроморфных вычислений, основан-

ных на спайковых нейронных сетях, – от алгоритмов к техниче-

скому воплощению. В [134] приведен обзор моделей спайковых 

нейронных сетей и основанных на них приложений. Тандем из 

ИНС в качестве учителя и СНС в качестве ученика для констру-

ирования глубокой спайковой сети приведен в [132]: авторы 

предложили метод, устойчивый к шумам различного вида. 

Нейроморфные альтернативы фоннеймановской архитектуре, ис-

пользующие СНС, описаны в [133].  

Недавно стало развиваться моделирование СНС с задерж-

ками на синапсах. Пластичность синаптических весов [38] и пла-

стичность синаптических задержек [85] – феномены, присущие 

живым нейронным сетям и сопровождающие процесс их обуче-

ния. Однако если обучение, основанное на изменении весов си-

напсов, хорошо изучено и широко применяется во многих рабо-

тах (см., напр., [79]), то эффект пластичности временной за-

держки на синапсах применительно к обучению исследован го-

раздо слабее. В качестве примера приведем две работы: в [98] 

СНС обучается как за счет пластичности весов, так и за счет из-

менения задержек; в работе [66] описывается обучение, основан-

ное только на пластичности задержек.  
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В статье [89] изучалась вычислительная мощность импульс-

ных нейронов с программируемыми задержками. Авторы дока-

зали, что простой нейрон с пластическими задержками вычисли-

тельно мощнее порогового нейрона и примерно эквивалентен 

нейрону с сигмоидной функцией активации по способности клас-

сифицировать сложные паттерны. 

Существует ряд исследований синаптических задержек в ал-

горитмах обучения импульсных нейронных сетей. В статье [103] 

описана полисинхронизация для резервуарных вычислений: из-

менения задержек применялись на выходном слое сети, 

в то время как скрытый слой обучался с помощью весов синап-

сов. В работе [102] предложен градиентный алгоритм обучения 

с задержками, который использовался в датчике локализации 

звука. В статье [80] изучается влияние аксональных задержек 

на синхронизацию спайков в сети. В ИПУ РАН получены резуль-

таты по распознаванию образов спайковыми сетями с задерж-

ками [17]. 

Хотя по большей части глубокие нейронные сети стали тех-

нологией и перешли в практическую плоскость, теоретические 

исследования не останавливаются. Исследователи поднимают 

фундаментальные вопросы о том, как применить искусственные 

нейронные сети к исследованию естественных нейронных сетей, 

как нейронные сети могут использоваться в нейронауках. Статья 

[115] называется «Если глубокое обучение – это ответ, то каков 

вопрос?». Авторы задаются вопросом, как глубокие сети могут 

помочь нейробиологам в понимании мозга, а также определяют 

концептуальные и методологические проблемы, сопоставляя по-

ведение, динамику обучения и хранение памяти в искусственных 

и биологических системах. Однако до понимания механизмов ра-

боты мозга с помощью искусственных нейронных сетей пред-

стоит большой путь. На сегодняшний день ИНС представляют 

собой распределенные вычислительные архитектуры и не пре-

тендуют на моделирование биологических нейронов и нервных 

систем в целом.  

До 2000-х годов нейробиологи не проявляли существенного 

интереса к искусственным нейронным сетям и вообще к сетевым 

моделям. Однако с появлением нового аппарата – сложных сетей 

(см. обзоры [8, 45, 76]), – оказавшегося полезным инструментом 
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для описания структур разнообразных биологических, техниче-

ских и социальных систем, внимание к сетевым моделям в нейро-

биологии резко возросло. Этот математический аппарат дал воз-

можность строить сетевые макромодели нервных систем («кон-

нектомы»), что привело к возникновению концепции «структур-

ной и функциональной коннектомики» [28, 37, 108, 123] и новых 

для нейробиологии понятий, таких как степень кластеризации, 

хабы, сети тесного мира и др. Полный структурный коннектом, 

описывающий все анатомические связи между нейронами, по-

строен только для червя – нематоды C. elegans. Однако при этом 

выяснилось, что знание полного коннектома червя недостаточно 

для описания механизмов его поведения [27], что лишний раз 

подтвердило ограниченность электрической парадигмы.  

Примером работы, использующей язык конечных автоматов 

для описания реальных нейронных систем, является статья [113]. 

В ней вся сложность клеточных механизмов, как и во всех искус-

ственных нейронах, агрегирована в бинарных состояниях. Дру-

гой важной особенностью этой работы является использование 

нейронов с разными типами электрической активности: осцилля-

торы, нейроны с тонической активностью, нейроны-триггеры.  

В совсем ином ключе автоматный подход моделирования 

биологических нейронов предложен в монографии [7]. В этой ра-

боте представлена автоматная модель нейрона в среде с ограни-

ченным питанием. Для выживания нейрон должен минимизиро-

вать потребление. В работе показано, что при решении задачи 

о минимизации потребления у системы возникают память, меха-

низмы поведения и самочувствия. Базовым свойством моделиру-

емого нейрона в этой работе является его эндогенная электриче-

ская активность: «Разряд в нейроне нужен самому нейрону». 

В статье [2] была предпринята первая попытка дискретного 

моделирования химических взаимодействий нейронов, представ-

ленных конечными автоматами. В статье [9] введено и исследо-

вано понятие стационарного ансамбля – нейронной сети из фор-

мальных нейронов, способной сохранять возбужденное состоя-

ние всех своих нейронов при отсутствии внешних воздействий. 

Предложено конечно-автоматное представление ансамбля и по-

казано, как на этом представлении можно исследовать процессы 

включения (перевода сети в активное состояние) и отключения 
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(перевода сети в «нулевое» состояние, когда ни один нейрон не 

возбужден). 

В целом же дискретные модели пока остаются весьма дале-

кими от биологических реалий. 

3. Сравнительный анализ «электрических» моделей. 
Некоторые принципы математического 
моделирования в нейробиологии 

Выше уже отмечалось, что описанные классы моделей ис-

пользуют разный математический аппарат. Непрерывные модели 

используют непрерывную математику – методы математиче-

ского анализа и дифференциальных уравнений. Дискретные мо-

дели опираются на дискретную математику – теорию графов, бу-

леву алгебру и теорию автоматов. Нужно ли выбирать между 

этими математическими средствами? И вообще, какая матема-

тика нужна для описания мозга?  

Во-первых, это математика, которой давно и успешно поль-

зуются все естественные науки – математика обработки экспери-

ментальных данных, прежде всего методы математической ста-

тистики. Однако статистически обработанные данные остаются 

всего лишь данными, требующими интерпретации. А интерпре-

тация данных не должна проводиться в терминах самих данных. 

Для нее нужен язык более высокого уровня, т.е. язык теории, на 

котором описываются закономерности, причинно-следственные 

связи между данными; другими словами, данные нуждаются 

в концептуализации. Как сказал А. Эйнштейн, «Лишь теория ре-

шает, чтó мы ухитряемся наблюдать». Вначале эти связи и зако-

номерности описываются на качественном, вербальном уровне, 

но по мере развития науки они принимают форму строгих мате-

матических моделей. 

Ситуация, сложившаяся в нейробиологии (наличие огром-

ного массива данных при явном недостатке их теоретического 

осмысления), весьма выразительно иллюстрирует важность тео-

ретических языков. Вот что пишет С.В. Медведев, один из веду-

щих российских нейробиологов [11]: 
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«Прорыв, произошедший в последние десятилетия в области 

технического оснащения исследований, как ни странно, не при-

вел к кардинальному изменению ситуации в понимании работы 

мозга. Да, резко увеличилось число научных статей. Но в абсо-

лютном большинстве эти работы сообщают нам о том, что в опре-

деленной зоне мозга обнаружена реакция на определенный раз-

дражитель или что при выполнении определенной деятельности 

изменился рисунок ЭЭГ. Существенно меньше исследований, где 

показано, как именно происходит реорганизация работающих 

структур мозга при том или ином действии, как происходит мыс-

лительный контроль какой-либо деятельности, как обнаружива-

ется конфликт и подготовленное действие либо разрешается, 

либо запрещается или выбирается наиболее целесообразное по-

ведение.  

По пальцам можно пересчитать статьи, где сообщается о ме-

ханизмах работы мозга, какими законами он управляется, как вза-

имодействуют его структуры.» 

Чтобы говорить о языках высокого уровня, надо сначала от-

метить, что сам мозг можно рассматривать на нескольких уров-

нях: 

1) большие нейронные структуры; 

2) малые ансамбли и информатика межнейронных связей: пе-

редача и прием сигналов нейронами; изменение дискретного со-

стояния нейрона (возбуждение или торможение) в результате 

приема сигнала; 

3) физика и геометрия нейрона и внеклеточного пространства 

(ВКП): процессы возбуждения, секреции и рецепции в нейронах; 

диффузия, динамика концентрации и обратный захват трансмит-

теров в ВКП; 

4) молекулярно-генетический уровень нервной клетки. 

Этот список образует иерархию, в которой  

– описание каждого уровня может являться интерпретацией 

описаний предыдущего (более нижнего) уровня;  

– при переходе «вверх» на следующий уровень происходит 

свертка параметров, т.е. их укрупнение (объединение нескольких 

параметров в один интегральный параметр) и игнорирование 
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тех параметров, которые на данном уровне не считаются суще-

ственными. 

Приведенная иерархия проясняет место моделей, описанных 

в разделе 2. Большинство непрерывных моделей относятся к мо-

делированию 3-го уровня; практически все дискретные модели – 

это модели 2-го уровня. 

Ярким примером свертки параметров является модель 

нейрона Маккаллока – Питтса, о которой уже говорилось 

в предыдущем разделе. Эта модель впервые предложила способ 

описания процессов передачи информации, т.е. обмена сигна-

лами между нейронами. С точки зрения этих процессов вся слож-

ная электродинамика нейрона работает на то, чтобы сгенериро-

вать и передать сигнал. Именно генерация и передача сигнала су-

щественна для этой модели; поэтому практически вся физика 

и анатомия нейрона в этой модели свертывается. Нет ни дендри-

тов, ни мембраны, ни ионных каналов, ни деполяризации и ги-

перполяризации. Физика прохождения сигнала по аксону, моле-

кулярные процессы в синаптических щелях, химическая или 

электрическая природа синапсов остаются за бортом. Электриче-

ские характеристики сигнала (амплитуда, частота спайков и т.д.) 

также несущественны. Важна двоичная природа сигнала: либо он 

есть, либо его нет. В итоге остаются входы с весами (бывшие си-

напсы), выход (бывший аксон), передающий двоичный сигнал на 

входы других нейронов, и закон преобразования (1) входных сиг-

налов в выходные, использующий абстрактное понятие порога. 

Следует заметить, что эта свертка оказалась слишком гру-

бой: было проигнорировано много биологических параметров, 

которые, как постепенно выяснялось, являются информационно 

значимыми. Поэтому первоначально возникший интерес биоло-

гов к этой модели довольно быстро угас. Однако, не став реаль-

ным средством моделирования биологических нейронных сетей, 

модель Маккаллока – Питтса по-прежнему сохраняет свое мето-

дологическое значение, заключающееся в том, что она допускает 

различные расширения и модификации, приближающие ее к био-

логической реальности. Эти ее возможности активно использова-

лись в теории искусственных нейронных сетей, прежде всего за 

счет введения различных функций активации. Тем самым модель 

Маккаллока – Питтса – именно потому, что она очень груба 
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и слишком многое не учитывает, – служит примером минималь-

ной (базовой) модели, т.е. модели, которая в дальнейшем только 

расширяется и уточняется, но исходные принципы не меняются. 

Такие минимальные модели имеются практически во всех есте-

ственных науках: законы Ньютона в механике, планетарная мо-

дель атома Бора – Резерфорда в атомной физике, таблица Менде-

леева в химии, машина Тьюринга в вычислительных науках. Как 

правило, именно с них начинается построение строгих теорий. 

Возвращаясь к приведенной выше иерархии уровней описа-

ния мозга, мы видим, что непрерывные и дискретные модели 

описывают разные уровни его функционирования и принципи-

ально не сопоставимы. В терминах непрерывных моделей можно 

с большой степенью точности описывать физико-химические 

свойства и процессы в нейронах и нейронных сетях: прохожде-

ние спайков по аксону, процессы, происходящие в синаптиче-

ской щели, протекание ионов через мембрану и т.д. Однако мно-

гие из этих параметров несущественны для описания информа-

ционных процессов в нервных системах, подобно тому, как для 

понимания работы компьютера не обязательно знать физические 

процессы, происходящие в его элементах и схемах. Описание 

электродинамики требует языка физики, который со времен Нью-

тона использует методы математического анализа. Для описания 

межнейронных связей, проходящей по ним информации и ее вли-

яния на поведение ансамблей и организма в целом гораздо 

больше подходит язык информатики, возникший во второй поло-

вине ХХ века – язык дискретной математики. 

Параметры, существенные для описания информатики нерв-

ной системы, это: 

– тип секреции нейрона (выход) и рецепторы нейрона 

(вход) – в терминах нейротрансмиттеров и синаптических связей; 

– динамически меняющиеся связи (химические и электриче-

ские) между нейронами и ансамблями, определяемые составом 

и концентрацией трансмиттеров в ВКП;  

– характер эндогенной активности нейронов (динамика их 

мембранных потенциалов); 

– характер зависимости выходных сигналов от входных 

(с учетом разного химизма нейронов и типов их электрической 

активности);  
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– временные последовательности сигналов и описание пат-

тернов в этих терминах; 

– наличие памяти у нейронов и ансамблей (в терминах дис-

кретных состояний, меняющихся порогов и весов связей). 

Первые два вида параметров (входы, выходы и структура 

связей) характеризуют структурные свойства нервных систем. 

Адекватным языком для их описания является язык теории гра-

фов. Остальные параметры характеризуют функциональные (ди-

намические) свойства. Для описания этих свойств наиболее при-

годны различные модели конечных алгоритмов: конечные авто-

маты и их расширения.  

4. О моделировании гетерохимических 
взаимодействий в нейронных сетях  

По-видимому, первой работой в области моделирования ге-

терохимических взаимодействий между нейронами был краткий 

набросок бессинаптической дискретной модели, описанный 

в [16]1. В нем показано, как три нейрона, каждый из которых сек-

ретирует свой специфический трансмиттер в общее внеклеточное 

пространство, могут генерировать трехфазный ритм при отсут-

ствии синаптических контактов. 

С начала 90-х гг., когда наличие объемной передачи стало 

общепризнанным фактом, стали появляться математические мо-

дели гетерохимических взаимодействий. Не претендуя на пол-

ноту обзора, упомянем отдельные работы, связанные с различ-

ными аспектами этих взаимодействий.  

В модели Коха и Сегева [82] вводится четыре типа рецепто-

ров к двум трансмиттерам (глутамат и ГАМК), по-разному влия-

ющих на активность нейронов. Ответ нейронов на отдельные 

нейротрансмиттеры моделируется расширением модели Ходж-

кина – Хаксли.  

В работе [26] приводятся оценки требований к пространству 

и потреблению энергии для синаптической и несинаптической 

(объемной) передачи сигналов. На их основе делается вывод, 

                                           
1 Эта статья перепечатана в недавно вышедшем сборнике [6]. 
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что «очень маловероятно, что синапсы могут быть единственным 

средством передачи информации в мозгу».  

В другой работе этих авторов [22] высказывается гипотеза, 

что для нейронных ансамблей, управляющих «массовыми функ-

циями», такими как сон, бдительность, чувство голода, тонус 

мозга и настроение, энергетически более выгодна несинаптиче-

ская передача сигналов. Для исследования таких ансамблей (мо-

дулей) предлагается термодинамический подход. Нейронный мо-

дуль должен иметь степени свободы, положение в фазовом про-

странстве, энергию и другие коллективные свойства. Жесткие 

связи между нейронами заменяются вероятностными взаимодей-

ствиями через внеклеточное пространство. Для ансамбля, содер-

жащего три нейрона и три трансмиттера, построена его траекто-

рия в фазовом пространстве. Отметим, что предложенный подход 

и связанная с ним математика (нелинейная динамика) близки 

к направлению, изложенному в упомянутом выше обзоре [13]. 

В работе [46] предложена вычислительная теория, описыва-

ющая роль четырех основных нейромодуляторов (дофамина, се-

ротонина, норадреналина и ацетилхолина) в регулировании рас-

пределенных механизмов обучения в мозге животных. В основе 

модели обучения лежит марковская схема принятия решений 

агентом, который наблюдает состояние среды и предпринимает 

действие в соответствии со своей стратегией, которая является 

либо детерминированной, либо стохастической. В ответ на дей-

ствие агента состояние окружающей среды изменяется либо де-

терминированно, либо стохастически в соответствии с марков-

ской матрицей переходов. Вознаграждение задается детермини-

рованно или стохастически. Цель обучения с подкреплением со-

стоит в том, чтобы найти оптимальную стратегию, которая мак-

симизирует ожидаемую сумму будущих вознаграждений. 

В работах [62, 63] рассматриваются модели взаимодействия 

эндогенных нейромодуляторов – ацетилхолина и дофамина – 

с экзогенным нейромодулятором – никотином, приводящего 

к никотиновой зависимости.  

В статье [129] представлена вычислительная модель, которая 

одновременно рассматривает секрецию, диффузию и поглощение 

(обратный захват) дофамина; учитывает множественные события 
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секреции; рассматривает как синаптическую, так и объемную пе-

редачу, включая геометрию синаптической щели. Процесс диф-

фузии описывается уравнением в частных производных. Отмеча-

ется, что не всякий спайк вызывает выброс трансмиттера; при вы-

бросе содержимое везикулы может выделяться не полностью. 

Модель содержит два уровня разрешения: крупномасштабный 

(моделирование всех процессов во внеклеточном пространстве) 

и мелкомасштабный (моделирование внутри синаптических ще-

лей с высокой вычислительной эффективностью).   

В статье [107] рассматриваются пары нейронов, связанных 

разными синапсами: электрическими и химическими. Авторы ис-

следуют совокупный эффект электрических и химических взаи-

модействий на генерацию паттернов ритмической активности. 

Вводится модель скорости возбуждения, которая точно описы-

вает динамику среднего поля гетерогенных популяций нейронов, 

описываемых моделью «квадратичный Integrate-and-Fire» как 

с химическими, так и с электрическими синапсами. 

В [119] исследуется трехслойная нейронная сеть со слож-

ными взаимодействиями между нейронами. Помимо взаимодей-

ствия через химические и электрические синапсы исследуются 

эфаптические связи, которые могут возникать между соседними 

(соприкасающимися) нейронами. Они возникают вследствие об-

мена ионами между клетками или в результате локальных элек-

трических полей.   

Часто химические модели описывают эффекты нейромоду-

ляции, порождаемые воздействием тех или иных нейротрансмит-

теров. Нейромодуляция заключается в том, что под действием 

тех или иных химических веществ в нейронных сетях изменя-

ются паттерны активности [64, 91]. Структурные связи между 

нейронами задают основу для их взаимодействия. Разные нейро-

модуляторы активизируют разные подсети и разные ритмы, та-

ким образом, с помощью химических воздействий изменяются 

состав и активность нейронных ансамблей [27]. Кроме того, важ-

ную роль играет принципиальное разнообразие и неоднород-

ность нейротрансмиттеров, типов нейронов и типов их взаимо-

действий [25, 48].  

Воздействие химических веществ, нейромодуляторов, 

на нейроны может вызывать цепочки внутриклеточных реакций, 
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которые не изменяют мембранный потенциал напрямую, но из-

меняют свойства самих нейронов: их восприимчивость к транс-

миттерам, порог возбуждения, паттерны электрической активно-

сти и т.д.  

Почти все известные нам гетерохимические модели – это мо-

дели 3-го уровня. Подобно тому, как электрические модели 3-го 

уровня описывают процессы генерации потенциала действия, его 

передачу по аксону и процессы, проходящие в синаптической 

щели, гетерохимические модели этого уровня исследуют про-

цессы секреции трансмиттеров во всем объеме ВКП, скорости их 

диффузии, динамику их концентрации и т.д. Как правило, они ис-

следуют конкретные случаи объемной передачи, и для каждого 

случая строится своя модель. При всей теоретической и практи-

ческой (в частности, для фармакологии) важности таких исследо-

ваний эти модели не содержат средств для описания информаци-

онных взаимодействий внутри ансамбля и между ансамблями, 

определяющих поведение организмов. Немногочисленные мо-

дели 1-го уровня типа [22] и [46], упомянутые выше, также этих 

средств не содержат.  

Каждая сложившаяся парадигма постепенно обзаводится 

своей базовой моделью, которая в дальнейшем расширяется 

и конкретизируется. Для электрической парадигмы такие модели 

существуют уже более 70 лет – это модель Ходжкина – Хаксли 

для 3-го уровня и модель Маккаллока – Питтса для 2-го уровня. 

Для формирующейся у нас на глазах гетерохимической пара-

дигмы таких моделей пока нет. В следующем разделе будет пред-

ставлена попытка устранить этот пробел. Мы опишем дискрет-

ную базовую модель 2-го уровня, последовательные версии кото-

рой публиковались в 2017–2020 гг. Но сначала изложим основ-

ные принципы, лежащие в основе предлагаемого подхода.   

Для описания информационных процессов (как электриче-

ских, так и химических), происходящих в сетях биологических 

нейронов, существующие дискретные модели нуждаются в суще-

ственном расширении, которое должно происходить по несколь-

ким направлениям. Отметим главные из них.  

1. Во всех описанных выше дискретных моделях нейроны со-

единены жесткими «проволочными» связями – аксонами. По-

этому анатомия сети не может претерпевать быстрых изменений 
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и перестроек. Однако, как уже отмечалось во введении, при неиз-

менной анатомии нейронный ансамбль обладает репертуаром 

различных поведений. Выбор конкретного поведения определя-

ется набором трансмитттеров, присутствующих во внеклеточном 

пространстве (ВКП) в данный момент, и уровнем их концентра-

ции. Поэтому понятие связи в нейросетевых моделях должно 

быть расширено: связями должны быть не только локальные си-

наптические связи, наблюдаемые анатомически, но и трансмит-

терные взаимодействия (volume transmission) нейронов через 

ВКП, которые реализуются только в динамике. Трансмиттерные 

взаимодействия широковещательны, т.е. возникают сразу между 

многими нейронами ВКП и гораздо более изменчивы, что позво-

ляет динамично перестраивать структуру связей и тем самым ре-

ализовать процессы нейромодуляции.  

2. Нейроны мозга функционально различны. Эти различия ле-

жат в самой основе работы нервной системы, а вовсе не являются 

дополнительным (необязательным при упрощении) свойством 

нейронов. Модели нейронных сетей должны быть гетерогенными 

по крайней мере в двух отношениях. Во-первых, они должны от-

ражать информационно значимое разнообразие трансмиттеров 

и чувствительных к ним рецепторов. Количество типов взаимо-

действий определяется количеством трансмиттеров и их комби-

наций, присутствующих в модели. Взаимодействия между нейро-

нами не бинарны, и модель из «черно-белой» должна стать «цвет-

ной», причем число цветов должно соответствовать числу разных 

трансмиттеров, присутствующих в рассматриваемом нейронном 

контексте; традиционный бинарный язык логических (булевых) 

сетей уже не подходит. Во-вторых, модель должна включать 

нейроны с разными типами активности. Вариант такой типоло-

гии имеется в работе [113], упомянутой в разделе 2.2. Необхо-

дима ее формализация в дискретных терминах. 

3. В существующих дискретных моделях взаимодействия 

нейронов синхронны: при подаче сигналов одновременно на 

входы нескольких нейронов они должны возбудиться (или затор-

мозиться) одновременно. Это означает, что времена реакции на 

внешний сигнал у всех нейронов должны быть одинаковыми, что 

слабо соответствует биологической реальности. Поэтому реали-

стичная модель должна быть асинхронной.  
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5. Дискретная модель мультитрансмиттерных 
взаимодействий  

5.1. ОПИСАНИЕ ОБЪЕКТА МОДЕЛИРОВАНИЯ 

Сначала опишем основные черты объекта, который мы соби-

раемся моделировать. Объект моделирования – это всегда идеа-

лизация, сознательно игнорирующая те свойства реального объ-

екта, которые считаются несущественными для целей моделиро-

вания. Наша цель– создание базовой (минимальной) дискретной 

модели 2-го уровня, которая формализует основные принципы 

химических взаимодействий между нейронами, общие для лю-

бых видов таких взаимодействий. Таким образом, речь будет 

идти о дискретном моделировании химической коммуникации, 

происходящей между конкретными нейронами в сетях с неболь-

шим количеством нейронов, в которых каждый нейрон имеет 

специфические свойства, а набор трансмиттеров может быть про-

извольным. Типичным примером таких сетей являются централь-

ные генераторы паттерна [3, 96] – сообщества нейронов, генери-

рующие упорядоченную моторную выходную активность.  

Малая нейронная сеть (нейронный ансамбль) представляет 

собой множество нейронов, находящихся в общем химическом 

окружении – внеклеточном пространстве (ВКП), где содержатся 

различные нейротрансмиттеры, которые либо выделяются са-

мими нейронами, либо поступают извне. Нейроны обладают ре-

цепторами, которые могут располагаться не только в синаптиче-

ской щели, но и по всей мембране [27, 47, 129]; при этом каждый 

рецептор способен реагировать только на один вид трансмитте-

ров. Реакция рецептора заключается в его действии на мембран-

ный потенциал (МП) нейрона: оно может иметь разный знак (воз-

буждающее либо тормозящее) и разную силу влияния (вес). Хи-

мическая коммуникация нейронов (volume transmission) происхо-

дит через общее ВКП: каждый нейрон имеет доступ к общему хи-

мическому окружению [5, 21]. 

Нейроны разнородны; тип нейрона определяется тремя ос-

новными характеристиками: 

– трансмиттер-специфичностью: трансмиттером, который он 

выделяет [1, 15, 35]; 
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– множеством рецепторов, которыми он обладает (способно-

стью воспринимать те или иные трансмиттеры и типом реакции 

на них) [1, 15, 35]; рецепторы могут быть как возбуждающими, 

так и тормозными; 

– характером эндогенной активности, т.е. способности акти-

вироваться без внешних воздействий.  

Различают три типа нейронной активности: фазическая (ос-

цилляторная), тоническая и реактивная. Первые два типа – эндо-

генные; при третьем типе нейрон активируется только при нали-

чии достаточно сильных внешних воздействий. С «электриче-

ской» точки зрения оба эндогенных режима – импульсные и от-

личаются только частотой; однако характер концентрации транс-

миттеров в ВКП при этом различен: при тонической активности 

концентрация устойчива, а при фазической она колеблется [87]. 

Известно, что нейроны способны переключаться с одного ре-

жима активности на другой. Конкретные параметры этой актив-

ности для дофаминовой секреции приведены в [87]. Однако мы 

ограничимся случаем, когда каждый нейрон имеет постоянный 

тип активности: 

– осциллирующий нейрон (осциллятор) – нейрон, который 

в отсутствии торможения периодически активируется эндогенно;  

– тонический нейрон – нейрон, имеющий постоянную эндо-

генную активность в отсутствии торможения;  

– реактивный (пассивный) нейрон. С функциональной точки 

зрения он сходен с классическим нейроном Маккаллока – Питтса. 

У него нет эндогенного возбуждения; он активируется, только 

если его возбудить, и возбуждение достигнет порога.  

Активация нейрона происходит в результате либо эндоген-

ной активности, либо внешних воздействий, когда сумма реакций 

рецепторов (с учетом их весов) и внутреннего состояния превос-

ходит некоторое пороговое значение. При этом нейрон выделяет 

(секретирует) трансмиттер. 

 

5.2. МОДЕЛЬ ГЕТЕРОХИМИЧЕСКОГО ВЗАИМОДЕЙСТВИЯ 

НЕЙРОНОВ В МАЛЫХ АНСАМБЛЯХ 

В имеющихся публикациях описано два варианта асинхрон-

ной модели. Первый вариант [10] не содержит синаптических 
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связей вообще: важно было показать, что без них можно обой-

тись, что подтверждается наличием организмов, нервная система 

которых не содержит синапсов. Более поздний вариант [29] 

включает синаптические связи и использует более компактную 

векторизованную запись основных параметров и формул, описы-

вающих динамику модели. Здесь будет кратко описан последний 

вариант; подробное описание модели можно найти в упомянутых 

статьях.  

Модель представляет собой гетерогенную нейронную си-

стему S = <N, X(t), C, T>, где N = {N1, …, Nn} – множество нейро-

нов, X(t) – вектор, характеризующий концентрации трансмитте-

ров во внеклеточном пространстве (ВКП), C = {c1, …, cm} – мно-

жество трансмиттеров, T – время, в котором происходит функци-

онирование системы. Время непрерывно, но делится событиями 

на дискретные такты t = 0, 1, … . Событие – это либо изменение 

концентрации трансмиттеров в ВКП, либо изменение некоторых 

параметров одного из нейронов (точнее будет сказано ниже). 

Такт t – это интервал непрерывного времени между соседними 

событиями 

Нейрон Ni, i = 1, …, n, имеет мембранный потенциал (МП) 

𝑈𝑖(t), который в автономном режиме может изменяться в диапа-

зоне 𝑈𝑖
0  𝑈𝑖(t)  𝑈𝑖

max. Он активен, если величина его МП 𝑈𝑖(t) 

не меньше порогового значения Pi, которое, как правило, меньше 

𝑈𝑖
max. Активность характеризуется двоичным параметром 𝑦𝑖(𝑡): 

(2) 𝑦𝑖(𝑡) = {
1, если 𝑈𝑖(𝑡) ≥ 𝑃𝑖 ,

0, иначе.
    

Значения 𝑈𝑖
0, 𝑈𝑖

max и Pi специфичны для каждого нейрона.  

Основные параметры системы можно разбить на два класса: 

статические (не меняющиеся в процессе функционирования) 

и динамические (меняющиеся во времени).   

Статические параметры:  

– границы изменения МП 𝑈𝑖
0, 𝑈𝑖

max; 

– порог Pi;  

– веса рецепторов: матрица W = (wij)nm, где wij – суммарный 

вес всех рецепторов нейрона Ni, чувствительных к трансмит-

теру cj; wij = 0 означает отсутствие таких рецепторов; веса могут 
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быть как положительными, так и отрицательными (для тормоз-

ных рецепторов) 

– дозы выброса трансмиттеров нейронами: матрица 

D = (dij)nm, где dij – доза выброса трансмиттера cj нейроном Ni; 

каждая строка этой матрицы содержит только одно ненулевое 

значение; 

– синаптические связи: матрица R = (rij)nn, где rij – вес синап-

тической связи между нейронами Ni и Nj; rij = 0 означает отсут-

ствие такой связи между Ni и Nj; 

– скорости изменения МП в разных фазах активности 

нейрона. Эти параметры связаны с типами электрической актив-

ности; о них будет сказано ниже.  

Динамические параметры: 

– активности нейронов: двоичный вектор Y(t) = (y1(t), …, yn(t)) 

(см. формулу (2)); 

– мембранные потенциалы 𝑈𝑖(t) нейронов; отметим, что в от-

личие от многих динамических параметров, которые на протяже-

нии такта не меняются, МП меняется непрерывно: 𝑈𝑖(t) – это зна-

чение МП в начале такта t; 

– концентрация трансмиттеров в ВКП: вектор X(t) = (x1(t), …, 

xm(t)), где xj(t) – сумма доз трансмиттера cj, выделенных всеми 

теми нейронами, активными на такте1 t, которые способны выде-

лять этот трансмиттер: 

(3) X(t) = Y(t)D;  

– внешние воздействия на рецепторы нейронов. Эти воздей-

ствия описываются в модели экзогенной скоростью si(t) измене-

ния МП, которая пропорциональна (коэффициент пропорцио-

нальности полагаем равным 1) концентрации трансмиттеров 

в КП на такте t, а также весам синаптических связей и рецепто-

ров, чувствительных к этим трансмиттерам:  

(4) 𝑠𝑖(𝑡) = ∑ 𝑤𝑖𝑗𝑥𝑗(𝑡) + ∑ 𝑟𝑖𝑗𝑦𝑗(𝑡)𝑛
𝑗=1 .𝑚

𝑗=1   

Введя вектор S(t) = (s1(t), … sn(t)), получим матричную форму 

этой формулы: 

                                           
1 В действительности величина xj(t) учитывает не только активности нейро-

нов, но и время пребывания трансмиттера в ВКП после того, как выделивший 

его нейрон стал пассивным. Но здесь эти тонкости мы опускаем.  
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 S(t) = X(t)WT + Y(t)R.    

Как уже было отмечено в разделе 5.1, модель рассматривает 

нейроны с тремя типами активности. Каждому из этих типов со-

ответствует свой набор эндогенных скоростей.  

Осциллятор в автономном режиме имеет четыре фазы, кото-

рые будут обозначаться бинарным индексом  = kl, где 

k, l  {0, 1}, k = yi(t); l = 1, если Ui(t) возрастает, иначе l = 0. Цикл 

осцилляции в этих обозначениях выглядит так: 

 = 01 – возрастание Ui(t) неактивного нейрона (от 𝑈𝑖
0 до Pi), 

 = 11 – возрастание Ui(t) активного нейрона (от Pi до 𝑈𝑖
max),  

 = 10 – убывание Ui(t) активного нейрона (от 𝑈𝑖
max до Pi), 

 = 00 – убывание Ui(t) неактивного нейрона (от Pi до 𝑈𝑖
0 ). 

Четырем фазам соответствуют четыре эндогенных скорости: 

𝑣𝑖en
01  и 𝑣𝑖en

11  – положительные, 𝑣𝑖en
00  и 𝑣𝑖en

10  – отрицательные. Все мо-

менты смены фаз являются событиями, хотя при переходах от 

 = 11 к  = 10 и от  = 00 к  = 01 активность нейрона не меня-

ется.  

Тонический нейрон в автономном режиме активен посто-

янно; у него две положительные эндогенные скорости 𝑣𝑖en
01  (в пас-

сивном состоянии) и 𝑣𝑖en
11  (в активном состоянии), которые «тя-

нут» МП вверх.  

Реактивный нейрон в автономном режиме пассивен посто-

янно; у него две отрицательные скорости 𝑣𝑖en
00  (в пассивном со-

стоянии) и 𝑣𝑖en
10  (в активном состоянии), которые «тянут» МП 

вниз.  

Теперь можно определить суммарную скорость vi(t) измене-

ния МП нейрона Ni на такте t: 

(5) 𝑣𝑖(𝑡) = 𝑠𝑖(𝑡) + 𝑣𝑖en
𝛼 (𝑡). 

На протяжении такта t суммарная скорость не меняется. Это 

значит, что в течение любого такта Ui(t) меняется линейно, и весь 

график изменения МП любого нейрона является кусочно-линей-

ным.  

Наблюдаемая динамика системы представляет собой после-

довательность векторов активности Y(0), Y(1), …, Y(t), Y(t + 1), … 

Переход от Y(t) к Y(t + 1) связан с наступлением очередного  
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события, т.е. либо изменения активности одного из нейронов (ко-

торое изменяет концентрацию трансмиттеров в ВКП, либо дости-

жения каким-либо нейроном одной из границ изменения МП, т.е. 

𝑈𝑖
0

 или 𝑈𝑖
max. Задача моделирования функционирования нейрон-

ной системы, т.е. вычисления последовательности Y(0), …, 

Y(t), …, заключается в том, чтобы, зная все параметры системы 

в момент t, определить, какое именно ближайшее событие насту-

пит, т.е. в какой момент непрерывного времени начнется такт t + 1, 

а затем пересчитать все динамические параметры этого такта.  

У каждого нейрона на каждом такте существует свое бли-

жайшее событие. Каким оно будет и в какой момент может насту-

пить, зависит от двух дополнительных динамических парамет-

ров: остаточного потенциала и остаточного времени. Оста-

точный потенциал Ui(t) в момент t – это величина, равная «рас-

стоянию» до наступления ближайшего события, связанного 

с нейроном Ni, и которая, в свою очередь зависит от активности 

нейрона, величины и знака суммарной скорости. Например, если 

осциллятор пассивен (Ui(t) < Pi) и находится в фазе  = 00, но при 

этом знак суммарной скорости положителен (это означает, что 

поступило сильное возбуждающее воздействие), то МП начнет 

расти и ближайшим событием будет достижение порога снизу 

и активация осциллятора; при этом Ui(t) = Pi – Ui(t). 

Все такие зависимости сводятся в таблицы переходов, кото-

рые каждой комбинации значений параметров (yi(t), 𝑣𝑖en
𝛼 , знак 

vi(t)) ставят в соответствие ближайшее событие и формулу вычис-

ления Ui(t). Эти таблицы различны для разных типов активно-

сти нейронов и здесь не приводятся.  

Остаточное время ri(t) (время, оставшееся до достижения 

порога) зависит от Ui(t) и от текущей суммарной скорости. Оно 

вычисляется следующим образом: 

(6) ri(t) = {
𝑈𝑖(𝑡)

⌈𝑣𝑖(𝑡)⌉
, если 𝑣𝑖 0 и 𝑈𝑖(𝑡) < ∞,

∞ в остальных случаях.
 

Знак  означает, что остаточное время нейрона Ni не влияет 

на вычисление ближайшего события и не должно в нем участво-

вать.  
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Все нейроны, у которых остаточное время конечно, стре-

мятся к своему ближайшему событию. В этой конкуренции по-

беждает тот нейрон, у которого это время минимально.  

Таким образом, конкретный алгоритм вычисления функцио-

нирования нейронной системы заключается в том, чтобы, зная 

вектор U(t) текущих потенциалов всех нейронов системы:  

1)  последовательно вычислить векторы X(t) (формула (3)), 

S(t) (формула (4)), суммарные скорости (формула (5)), остаточ-

ные потенциалы (по таблицам переходов) и остаточные времена 

(формула (6));  

2)  найти минимальное из остаточных времен rg: его величина 

является длительностью такта t: rg = (t); наступившее событие 

заключается в изменении активности нейрона Ng и/или его эндо-

генной скорости; 

3)  вычислить вектор U(t + 1) по формуле 

 Ui(t + 1) = Ui(t) + (t) vi(t), i = 1, …, n. 

При этом: 

– если Ui(t) + (t) vi(t) > 𝑈𝑖
max, полагаем 𝑈𝑖(t) = 𝑈𝑖

max; 

– если Ui(t) + (t) vi(t) < 𝑈𝑖
min, полагаем 𝑈𝑖(t) = 𝑈𝑖

min. 

Предложенная модель позволила построить малые сети, со-

ответствующие нейронным ансамблям, существующим в живой 

природе. Были построены полуцентровые осцилляторы, состоя-

щие из двух нейронов, возбуждающихся в противофазе. Такие 

осцилляторы лежат являются строительными элементами многих 

более сложных нейронных ансамблей, в частности центральных 

генераторов паттерна [114]. В [29] описаны построенные генера-

торы трехфазного ритма пищевого центрального генератора 

улитки-прудовика Lymnaea stagnalis [31], а также пищевая сеть 

моллюска аплизии (морского зайца). В [4] описаны построенные 

ансамбли, управляющие походкой гексаподов, и механизмы 

нейромодуляции – переключения паттернов ритмической актив-

ности без структурной перестройки сетей. 

6. Заключение 

В статье описаны подходы к математическому моделирова-

нию взаимодействия нейронов в нейронных ансамблях и сетях. 
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Несмотря на достаточно большой объем статьи и длинный спи-

сок литературы, этот обзор не претендует на полноту. За рамками 

рассмотрения остался огромный массив работ по структурной 

и функциональной коннектомике, теоретико-информационные 

модели (отсылаем читателя к статьям Дж. Тонони, О. Спорнса 

и др.), а также работы К. Фристона и К.В. Анохина, открываю-

щие новые области исследований. 

Мы остановились на моделях механизмов взаимодействий 

нейронов и динамики их возбуждений, выделив две парадигмы: 

«электрическую» и «химическую». В рамках «электрической» 

парадигмы мы описали два больших класса: дискретные и непре-

рывные модели. В дискретных моделях, искусственных нейрон-

ных сетях нейроны очень просты; вся сложность ИНС заключена 

в связях большого количества простых элементов. В противопо-

ложность дискретному подходу, непрерывные модели, описыва-

ющие динамику мембранного потенциала нейронов, как правило, 

имеют большую вычислительную сложность. В отдельный класс 

выделены спайковые нейронные сети, которые обладают 

наибольшей биологической адекватностью среди ИНС, а неслож-

ные дифференциальные уравнения и небольшое количество па-

раметров позволяют строить малые нейронные сети, обучающи-

еся за приемлемое время. Но, как и в обычных ИНС, здесь опи-

сываются лишь электрические взаимодействия нейронов, связан-

ных синаптическими связями. 

Анализ современных химических моделей нейронной актив-

ности показывает, что универсальной гетерохимической модели, 

подобной моделям Ходжкина – Хаксли или Маккаллока – Пит-

тса для электрической активности, среди них нет. Как правило, 

такие модели описывают динамику отдельных трансмиттеров: 

процессы их генерации, движения по аксону, секреции, диффу-

зии, обратного захвата и т.д. 

Дискретная гетерохимическая модель, претендующая на та-

кую универсальность, описана в публикациях [10, 29]. В раз-

деле 5 приведен ее краткий очерк. Предложенная модель факти-

чески вводит новое понятие нейронной сети. Наряду с «провод-

ными» синаптическими связями в ней присутствуют беспровод-

ные широковещательные химические связи, которые не имеют 

анатомического воплощения и активируются только тогда, когда 
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активен нейрон-передатчик. Можно говорить о новом виде кон-

нектома – хемоконнетоме. Этот термин уже появился в литера-

туре: см., например, [40]. Впрочем, в этой статье точного («мо-

дельного») определения хемоконнектома нет.  

Успехи, продемонстрированные в последние годы искус-

ственными нейросетями и алгоритмами глубокого обучения, впе-

чатляют. Модели формальных нейронов в ИНС очень просты 

и пренебрегают множеством свойств биологических нейронов. 

Однако по крайней мере два свойства живых нейронов остались 

сильно недооцененными. Это эндогенная активность и широко-

вещательный гетерохимический обмен сигналами. Первый шаг 

к моделированию этих свойств был сделан в предложенной нами 

модели. Мы надеемся, что дальнейшие исследования в этом 

направлении дадут начало новому прорыву в информационных 

технологиях.   
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Abstract: The article contains a detailed overview of mathematical models of neurons 

and neural interactions. Models are divided into two large but unequal classes: “elec-

trical”, which pay attention only to electrical processes, and “heterochemical”, in 

which the main emphasis is on the chemistry of the neuron, on its chemical inputs and 

outputs. The first class of models is much broader because it has a longer history. It 

contains models of neurons of varying complexity: from the simplest (McCulloch – 

Pitts model) to very complex ones, such as the Hodgkin – Huxley model and its mod-

ifications. Models of the second class belong to a relatively new developing direction 

in neurobiology and neuroinformatics. Their number is not very large yet. At the end 

of the article, the asynchronous heterochemical model proposed by the authors to-

gether with colleagues from the Trapeznikov Institute of Control Sciences of RAS and 

the Koltzov Institute of Developmental Biology of RAS is briefly described. 
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